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RESUMEN

El propdsito fundamental en la presente investigacion es usar técnicas de
Mineria de Datos y la metodologia de Proceso de Analisis Jerarquico (AHP) para
identificar los rasgos de comportamientos en el aprendizaje colaborativo, asi como
la interactividad, el seguimiento de las actividades, la participacién en los foros, a
partir de informacién extraida de los logs que quedan en los servidores de la

plataforma Moodle, en las modalidades E-learning y B-learning.

Se presenta detalladamente el procesamiento y andlisis de los datos aplicando
técnicas de Clustering con los algoritmos SimpleK-Means y (Expectation
Maximization) EM, los pesos generados de todos los criterios y alternativas de la
decision multicriterio, identificando un indice cuantitativo de la interactividad del
estudiante que varia en términos de las relevancia de cada profesor, con el apoyo

de Expert Choice, Weka, softwares de AHP, Mineria de Datos.

Finalmente, se presenta los resultados que nos ha permitido afirmar que los
patrones de comportamiento del estudiante en los modelos E-learning y B-learning
son muy disparejos. Por lo tanto, resulta muy util y de interés para los profesores,

del mismo modo tener informacion objetiva sobre del uso de sus cursos.

Palabras Claves: Moodle, E-learning y B-learning, aprendizaje colaborativo,

Mineria de Datos, (AHP)



ABSTRACT

The present purpose research is to use techniques Data Mining and
Methodology Process Hierarchical Analysis (AHP) the key paragraph in the
identify behavioral traits in collaborative learning and interactivity, monitoring
activities, Participation in forums, information extracted from records remaining

servers in the Moodle platform, the modalities of E-learning and B-learning.

It presents in detail the Processing and Data Analysis using Clustering
Techniques with algorithms SimpleK-half and (Expectation Maximization) MS,
generated weights of all criteria and Alternatives multicriteria decision, identifying
the United Nations quantitative index of interactivity student varies in terms of the
relevance of each teacher, with the support of expert Choice, Weka, AHP software,

data Mining.

Finally, the results presented to us has allowed Stating that patterns of
student behavior on E-learning Models to d-learning child Very uneven. Therefore,
very useful results Search and interest to teachers, just as objective to have

information about the use of their courses.

Keywords: Moodle, E-learning and B-learning, Collaborative learning, data

mining, (AHP)



| INTRODUCCION

La aplicacion de técnicas de descubrimiento de conocimiento y
mineria de datos en sistemas educacionales basados en web es un area de
investigacién muy activa y con indudables aplicaciones précticas. En el
proceso de ensefianza-aprendizaje desempefian un papel importante las
tecnologias de la informacién, y en particular los entornos virtuales de
ensefianza y las herramientas de la Web social. Diversos estudios concluyen
que una mezcla en el aprendizaje, face-to-face y el aprendizaje E-learning
resulta muy adecuada para implementar nuevos modelos de ensefianza. Este
tipo de ensefianza, resulta especialmente efectiva, por lo que se tiende a
defender modelos flexibles, semipresenciales o de ensefianza mixta que se

agrupan bajo el término de blended learning, (Nowell, 2011).

Las técnicas de mineria de datos, concebidas como metodologias para
el analisis inteligente de los datos, ayudan a descubrir conocimiento a partir
de la informacion de utilizacién de los sistemas de E-learning y B-learning.
Permiten descubrir relaciones entre actividades y estudiantes, ayudan a

obtener una mayor retroalimentacion de la ensefianza, conocer cémo los
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estudiantes aprenden, evaluar a los estudiantes por sus patrones de
navegacion, clasificar los estudiantes en grupos que responden a

comportamientos similares, etc. (Romero et al, 2005).

1.1 OBJETIVOS

1.1.1. Objetivo General

Usar las técnicas de Mineria de Datos y el Proceso de
Anadlisis Jerarquico para identificar los rasgos de comportamiento, asi
como para medir el grado de interactividad de los participantes en
procesos de aprendizaje colaborativo apoyados sobre los modelos E-

learning y B-learning.

1.1.2. Objetivos Especificos

»  Automatizar el seguimiento de las actividades desarrolladas
por los participantes en los modelos E-learning y B-
learning; en particular la participacion en los foros.

»  Usar técnicas de la mineria de datos para la extraccion de
conocimiento en los modelos E-learning y B-learning.

»  Clasificar o agrupar alumnos en base a sus caracteristicas
comportamentales.

»  Realizar una medicion del nivel de interactividad de los

estudiantes, asi como analizar la frecuencia y periodicidad
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de accesos a las actividades y foros mediante un proceso

analitico-jerarquico.

1.2. HIPOTESIS

Usando técnicas apropiadas de mineria de datos y el proceso de
Anélisis Jerarquico sobre los datos extraidos de los modelos E-learning
y B-learning, serd posible la identificacion de rasgos de
comportamiento de los usuarios de esos modelos; asi como medir el

grado de interactividad en el aprendizaje colaborativo.

1.3. VARIABLES

1.3.1. Variables Independientes

Informaciones tomadas de las bases de datos de los modelos

E-learning y B-learning, obtenidos directamente a través de

las opciones de administracion de la plataforma Moodle.

13



1.3.2. Variables Dependientes

Rasgos de comportamiento de los estudiantes en los
modelos E-learning y  B-learning, e indicadores de

interactividad global de los estudiantes.

14



1. MARCO TEORICO

2.1. ANTECEDENTES

En los udltimos afios, los investigadores han venido trabajando en
diversos métodos para ayudar a los instructores y administradores a mejorar
los sistemas de aprendizaje En los modelos de E-learning y B-learning se
acumula una gran cantidad de informacion que es muy valiosa para analizar
el comportamiento de los estudiantes y podria crear una “mina de datos”
educativos. En estos sistemas se puede registrar cualquier actividad de los
estudiantes involucrados, la produccion de materiales de contenido, preparar
las tareas y examenes, participar en discusiones, y permiten el aprendizaje
colaborativo con foros, chats, areas de almacenamiento de archivos, servicios
de noticias, etc. Por lo general también proporcionan una base de datos que
almacena diferentes tipos de informacion: datos personales sobre los usuarios,
sus resultados académicos, accesos a las diferentes actividades, distribuciones
temporales de los accesos. Sin embargo, debido a la gran cantidad de datos

que los sistemas E-learning y B-learning generan todos los dias, resultan muy
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dificiles de manejarlos manualmente, por lo que el uso de herramientas
informéticas de gestion y analisis automatico resulta imprescindible si
realmente se desea generar nuevo conocimiento a partir de esos datos. Dentro
de esta masa de datos hay informacidn oculta de gran importancia que se

podria llegar a descubrir con técnicas de Mineria de datos.

Cabe destacar que la Mineria de Datos (MD) es una etapa dentro de un
proceso mas amplio Ilamado Descubrimiento de Conocimiento en Bases de
Datos (KDD, Knowledge Discovery in Databases), que puede verse como la
extraccion automatica de patrones implicitos e interesantes desde grandes
colecciones de datos. La mineria de datos es un area multidisciplinar en la
que convergen varios paradigmas de computacion: la construccion de arboles
de decision, la induccion de regla general, las redes neuronales artificiales, el
aprendizaje bayesiano, programacion logica, los algoritmos estadisticos, etc.

En una reciente publicacion (Liao, Chu, & Hsiao, 2012) se presentan
los resultados de una revisién de articulos académicos y cientificos
publicados en las ultimas décadas relacionados con la aplicacion de las
diferentes técnicas de la mineria de datos, y como esas técnicas y aplicaciones
se han desarrollado en el periodo mencionado con respecto a tres areas
diferentes: tipo de conocimiento, tipo de andlisis y tipo de arquitectura

Algunas de las tareas de mineria de datos y métodos mas Utiles son la
visualizacion, el agrupamiento, clasificacion y las reglas de asociacion

(Brusilovsky 2008).
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En los modelos E-learning y B-learning las técnicas de mineria de datos
se han aplicado para la evaluacién de los resultados del aprendizaje de los
estudiantes y para una gran variedad de aplicaciones préacticas
complementarias. Las principales aplicaciones de las técnicas de mineria de
datos en educacion, (Garcia, Romero, Ventura, 2011), describe una
herramienta de mineria de datos que utiliza la asociacion descartar la mineria
y el filtrado colaborativo con el fin de hacer recomendaciones a los
instructores acerca de como mejorar el aprendizaje electronico cursos.
(Srivastava 2000), sistemas recomendadores, de clasificacion de alumnos y
de contenidos, construccion adaptativa de planes de ensefianza,
descubrimiento de relaciones entre actividades, diagnostico incremental de
los estudiantes. Finalmente, en la actualidad se esta trabajando sobre la
aplicacion de mineria de datos en educacion basada en web, teniendo en
cuenta:

»  Integracién de algoritmos de mineria de datos dentro de las propias
herramientas de construccién y mantenimiento de los cursos, para la
mejora automatica de los sistemas.

»  Integracion de algoritmos de mineria en los interfaces de usuario de los
cursos y de las plataformas dentro de sistemas agentes recomendadores,
para realizacion de sugerencias sobre rutas, actividades, etc.

»  Desarrollo de algoritmos de mineria de datos especificos para
problemas relacionados con la ensefianza y el aprendizaje a distancia
utilizando entornos hipermedia adaptativos y sistemas tutores

inteligentes basados en web.
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»  Desarrollo de cuadros de mando (dashboards) con informacion e
indicadores clave y dirigidos a los diferentes usuarios de los sistemas:
estudiantes, profesores y administradores.

2.2. BASES TEORICA

2.2.1.Las TIC en la Educacion

Las nuevas Tecnologias de la Informacion y de la Comunicacion
(TIC) han evolucionado espectacularmente en los ultimos afios, han
llegado a ser uno de los pilares basicos de la sociedad, debido

especialmente a su capacidad de interconexion a través de la Red.

El sistema educativo no puede quedar al margen de los nuevos
cambios y hoy es necesario proporcionar al ciudadano una educacion
que tenga en cuenta esta realidad. Estas transformaciones observadas
en los procesos de ensefianza y aprendizaje se sitlan en la linea de las
teorias constructivistas que ponderan estrategias de aprendizaje que
hagan de los alumnos elementos Activos y dinamicos en la construccion
del saber (Piaget, VVygotski 2001)

En el estado actual de cosas es normal considerar las nuevas
tecnologias como objeto de aprendizaje en si mismo. Permite que los
alumnos se familiaricen con el ordenador y adquieran las competencias

necesarias para hacer del mismo un instrumento util a lo largo de los
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estudios, en el mundo del trabajo o en la formacion continua (Herin, D
2002).

Se considera que las tecnologias son utilizadas como un medio de
aprendizaje cuando es una herramienta al servicio de la formacion a
distancia, no presencial y del autoaprendizaje o son ejercicios de
repeticion, cursos en linea a través de Internet, de videoconferencia,
CD-ROMs, programas de simulacién o de ejercicios, etc. (Meléndez
2000).

Nos centraremos en cuéles son los beneficios que tanto para el
alumno como para el profesor tiene la aplicacion de las TIC (Busquets,

2000):

v" Motivacion. El alumno se encontrard mas motivado si la materia
es atractiva, amena, divertida, si le permite investigar de una
forma sencilla utilizando las herramientas TICs o si le permite
aprender jugando

v" Interés. El docente que impartira dicha materia se le clasifique
como un docente TIC, como un docente que utiliza habitualmente
medios informéaticos o bien otras herramientas comunicativas
para atraer al alumno.

v' Interactividad. El alumno puede interactuar, se puede
comunicar, puede intercambiar experiencias con otros
comparnieros. Ello enriquece en gran medida su aprendizaje.

v' Cooperacién. Las TICs, gracias a la interactividad vy

posibilidades de comunicacién del alumno con sus compafieros o
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el equipo docente, también posibilitan la realizacion de
experiencias, trabajos o proyectos en comun.

v" Iniciativa y creatividad. El desarrollo de la iniciativa del
alumno, el desarrollo de su imaginacion y el aprendizaje por si
mismo también es una ventaja de estos recursos.

v' Comunicacion. Es obvio que todo lo anteriormente expuesto se
basa en la relacion entre alumnos y profesores, una relacion muy
estrecha en los tradicionales sistemas de ensefianza, pero que
permite mayor libertad en los actuales sistemas.

v' Autonomia. Existia una mayor dependencia del canal de
comunicacion que el profesor transmitia al alumno. Ahora, con la
llegada de las TICs y la ayuda, sin duda alguna, de Internet sin
menospreciar la direccion o guia del profesor el alumno dispone

de infinito nmero de canales y de gran cantidad de informacién.

Para poder hacer efectivas estas ventajas es importante la
formacion de los docentes y el desarrollo de habilidades en el uso
de las TIC que les permitan transitar junto a los estudiantes el

camino hacia la Sociedad de la Informacion. (Meléndez 2000).

2.2.2. E-learning y B-learning

El E-learning es un modelo de formacion a distancia que utiliza

Internet como herramienta de aprendizaje. Este modelo permite al
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alumno seguir el proceso formativo desde cualquier parte del mundo y

a cualquier hora.

E-learning se define como: "Ensefianza a distancia caracterizada
por una separacion fisica entre profesorado y alumnado sin excluir
encuentros fisicos puntuales, entre los que predomina una
comunicacion de doble via asincrona donde se usa preferentemente
Internet como medio de comunicacién y de distribucion del
conocimiento, de tal manera que el alumno es el centro de una
formacion independiente y flexible, al tener que gestionar su propio
aprendizaje, generalmente con ayuda de tutores externos”. (German
Ruipérez, 2003).

Segun Bernandez, se denomina E-learning a “todas aquellas
metodologias, estrategias o sistemas de aprendizaje que emplean
tecnologia digital y/o comunicacion mediada por ordenadores para
producir, transmitir, distribuir y organizar conocimiento entre

individuos, comunidades y organizaciones." (Bernardez, 2000)

El B-learning (formacion combinada, del inglés blended
learning) consiste en un proceso docente semipresencial; esto significa
que un curso dictado en este formato incluird tanto clases presenciales

como actividades de E-learning (Costaguta 2004).

Este modelo de formacidén hace uso de las ventajas de la
formacion 100% on-line y la formacion presencial, combinandolas en

un solo tipo de formacion que agiliza la labor tanto del formador como
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del estudiante. El disefio instruccional del programa académico para el

que se ha decidido adoptar una modalidad B-learning debera incluir

tanto actividades on-line como presenciales, pedagdgicamente

estructuradas, de modo que se facilite lograr el aprendizaje buscado.

(Herin, Sala, Pompidor 2005).

Las ventajas que se suelen atribuir a esta modalidad de

aprendizaje son la union de las dos modalidades que combina:

>

Las que se atribuyen al E-learning: la reduccion de costes,
acarreados habitualmente por el desplazamiento, alojamiento,
etc.,, la eliminacion de barreras espaciales y la flexibilidad
temporal, ya que para llevar a cabo gran parte de las actividades
del curso no es necesario que todos los participantes coincidan en
un mismo lugar y tiempo (Zhang C., Zhang S ,2005).

Las de la formacion presencial: interaccion fisica, lo cual tiene
una incidencia notable en la motivacién de los participantes,
facilita el establecimiento de vinculos, y ofrece la posibilidad de
realizar actividades algo mas complicadas de realizar de manera
puramente virtual (Zhang C., Zhang S ,2005).

Es la combinacion de mdltiples acercamientos al aprendizaje.
El B-learning puede ser logrado a través del uso de recursos
virtuales y fisicos, “mezclados”. Un ejemplo de esto podria ser la

combinacion de materiales basados en la tecnologia y sesiones
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cara a cara, juntos para lograr una ensefianza eficaz (W.Klésgen,

2003).

2.2.3. Sistemas E-learning y B-learning en el Peru

Segun (Dominguez, J.Rama, C. Rodriguez. 2013), la educacion
en el Pertd, como en el resto del mundo, presenta retos que reclaman
cada vez mas no solo una educacion de calidad sino una actualizacion
en los enfoques, métodos y herramientas, pero sobre todo en la actitud
de los protagonistas en él proceso ensefianza-aprendizaje dado los
cambios vertiginosos que experimenta la sociedad actual.

En el Per( existen algunas experiencias de educacion virtual, la
aplicacion del E-learning en la modalidad de B-learning y como apoyo
y plataforma tecnoldgica de los cursos presenciales se vienen dando en
la mayoria de las Universidades.

En el Peru se vienen realizando campafias de sensibilizacion
respecto a la educacion a distancia como un sistema util y factible,
sustentado en los valores como: la pertinencia, la capacidad de
innovacion en las estrategias utilizadas, la apertura al avance de las
TICs como un motor de cambio y desarrollo.

La mayoria de las Universidades en el Perl estan usando
actualmente plataformas E-learning como apoyo a la docencia
presencial, aunque existen universidades que ya estan adoptando la

modalidad semipresencial o sea el B-learning como alternativa de
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formacion para pre grado y/o post grado. El avance de las universidades
en el Perd viene incorporando gradualmente el uso de las TICs,
implementando campus virtuales pilotos mayormente basados en
software libre como Moodle y se vienen implementando modelos de
aprendizaje basados en TIC en modalidades E-learning y B-learning.
Entre las universidades que ofrecen en la modalidad E-learning
y B-learning, por citar a algunas, tenemos la Pontifica Universidad
Catdlica del Peru, Universidad Nacional San Marcos, Alas Peruanas,
Catdlica Los Angeles de Chimbote, Universidad Inca Garcilaso de la
Vega, Universidad José Carlos Mariategui, y Universidad Peruana Los
Andes. Sin embargo son muchas mas las universidades con estas
modalidades, si contamos a aquellas que vienen implementando
estrategias apoyadas en las TICs principalmente para complementar las
clases presenciales o para desarrollar diplomados o programas de

capacitacion.

2.2.4. Los rasgos de aprendizaje en los modelos E-learning y B-
learning

La determinacion e identificacion de los patrones de

comportamiento ha sido objeto de analisis por parte de la comunidad

cientifica desde diferentes perspectivas (Anaya y Boticario, 2011). En

este sentido, el Interactive Adverstising Bureau diferencia tres tipos de

usuarios en las redes sociales en funcién de la actitud que manifiestan

con respecto a los demas: los usuarios Pasivos son aquéllos que
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simplemente buscan, consultan y leen contenidos; los usuarios Activos
interactian a nivel de contenidos; y, finalmente, los usuarios
Colaborativos son generadores de contenido que a su vez se relacionan
con otros usuarios. Estos Gltimos, al proporcionar contenido a la red,
son de gran utilidad tanto para los pasivos como para los activos (IAB,
2009). En el contexto de un entorno de ensefianza-aprendizaje esta
clasificacion también puede ser observada y analizada, en funcion del
grado de participacion de los estudiantes en los hilos de debate que se
planteen en los foros, bien a iniciativa del profesor o creados por otros
estudiantes. A esos tres perfiles de usuarios se podrian afiadir un cuarto
perfil de usuarios Inactivos que realmente optan por no participar de
ningdn modo o tienen una participacion minima en esos foros de
intercambio de experiencias y de debate. En este trabajo se tomara por
tanto como referencia esta clasificacion de estudiantes segun su nivel
de participacion en los foros, de mayor a menor participacion:

1. Usuarios inactivos

2. Usuarios pasivos

3. Usuarios activos

4. Usuarios colaborativos

2.2.5. Gestion de Cursos Virtuales

La educacion va evolucionando conjuntamente con la tecnologia,
un claro ejemplo de ello es la creciente aceptacion de las plataformas

virtuales en la preparacion profesional, el uso constante del internet en
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las actividades diarias de las personas hacen gque cada vez mas usuarios
busquen alternativas virtuales para obtener y reforzar conocimientos en
el ambito educativo y profesional.

Para una implementacion efectivas de un sistema E-learning o B-
learning se requieren programas que puedan llevar a cabo dicha tarea,
ahi es donde intervienen las plataformas virtuales, las cuales reciben
distintos nombres, tales como “entornos virtuales de ensefianza y
aprendizaje" o "entornos de aprendizajes integrados", "ambiente virtual
de aprendizaje”, "Sistemas de Gestion del Aprendizaje”, "Sistema de
Gestion de Curso”, "Sistema de Gestion de Contenido para el
Aprendizaje", "Ambientes de Aprendizaje Gestionado", "Sistema de
Apoyo al Aprendizaje", "Plataforma de Aprendizaje"..., pero todos con
significados semejantes como podemos ver a continuacién en las
opiniones de los diversos autores.

Entre las distintas plataformas educativas estandarizadas de uso
gratuito disponibles en la red podemos encontrar Claroline, Moodle,
Teleduc, llias, Ganesha, Fle3, Dokeos.

Entre otras plataformas virtuales no gratuitas que podemos
encontrarnos podemos destacar WebCt, eCollege, Angel 5.5,
FirstClass, Blackboard

Segun (Sebastian Diaz 2009), las plataformas deben poseer unas
aplicaciones minimas, que se pueden agrupar en:

e Herramientas de gestion de contenidos, que permiten al profesor

poner a disposicién del alumno informacion en forma de archivos
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(que pueden tener distintos formatos: pdf, xlIs, doc, txt, html...)
organizados a través de distintos directorios y carpetas.
Herramientas de comunicacion y colaboracion, como foros de
debate e intercambio de informacion, salas de chat, mensajeria
interna del curso con posibilidad de enviar mensajes individuales y/o
grupales.

Herramientas de seguimiento y evaluacion, como cuestionarios
editables por el profesor para evaluacion del alumno y de
autoevaluacion para los mismos, tareas, informes de la actividad de

cada alumno, plantillas de calificacion.

2.2.6. Mineria De Datos

La mineria de datos (Witten & Frank 2000) se define como el
proceso de extraer informacion vélida, previamente desconocida,
comprensible y Gtil de bases de datos almacenados en distintos formatos

de gran tamafio y utilizar dicha informacion para tomar decisiones.

La mineria de datos es un componente de la actividad llamada
Descubrimiento de Conocimiento en Bases de Datos (KDD, de sus
siglas en inglés), es decir en la mineria de datos se aplica un algoritmo
para extraer patrones de los datos y el KDD es el proceso completo
(pre-procesamiento, mineria, post-procesamiento). KDD involucra
investigacion de areas como: aprendizaje computacional,
reconocimiento de patrones, bases de datos, estadistica, inteligencia

artificial, adquisicion de conocimiento y visualizacién de datos.
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El descubrimiento de la informacidn oculta es posible gracias a
la Mineria de Datos (Data Mining), que entre otras sofisticadas técnicas
aplica la inteligencia artificial para encontrar patrones y relaciones
dentro de los datos permitiendo la creacion de modelos, se considera
como la aplicacién de métodos y herramientas, sobre una cantidad
grande de datos para lograr la extraccion o generacion de nuevo
conocimiento util y apoyar la toma de decisiones dentro de un sistema

organizacional.

2.2.6.1. Fases de KDD

Se pueden identificar las fases correspondientes al KDD, las
entradas y salidas de cada fase, el flujo de la informacion durante todo
el proceso, y el caracter iterativo que tiene. Una implementacion del
proceso de Descubrimiento de Datos en Bases de Datos puede iniciar

desde la parte de seleccion y transformacion.

- Integracicn y
(e recopil acidr

Almacen de datos

Limpieza, transfomnmacion,
________________ | Exploracicn y seleccicn

Cratos Seleccionados
[(Vista minable)

+ Mineria de Datos

Fatrones

Evaluacidn e
________________ Interpretacion
17 Dhifosicn y uson
1

Decisiones \\_‘_//

Fig.2.1: Fases particulares del KDD
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»  Fase 1 Integracion y recopilacion

La integracion de los datos, es debida a que éstos provienen de
diferentes fuentes, comunmente en diferentes formatos y se necesita
integrarlos a un mismo sistema de almacenamiento que cumpla con
las caracteristicas propias de una estructura ya definida. La
recopilacién, permite que estos datos sean encontrados, luego de
analizar cuales son los necesarios para poder decir definitivamente que

éstos son los que representan las actividades.

»  Fase 2 Limpieza y transformacion

Una vez integrados y recopilados los datos, el siguiente paso
(si se hace necesario) consiste en verificar su calidad para que existan
las condiciones apropiadas para su analisis, lo cual devuelve al final
(una vez aplicada también la fase de exploracion y seleccion) lo que se
conoce como vista minable, y que no es mas que una estructura de datos
con las propiedades necesarias para ser trabajada por los algoritmos de
mineria de datos.

Gran parte de este proceso de limpieza y transformacion es
realizado durante las mismas etapas de integracion y recopilacion
mencionadas anteriormente, pero no siempre es necesario tener un

almacén de datos.
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Las operaciones de transformacion de atributos son utilizadas
para presentar los datos de una manera idonea para las herramientas de
Mineria de Datos, haciendo uso de técnicas de discretizacion,
numerizacion, de reduccion y aumento de dimensionalidad, entre otras.

Estas operaciones se explican brevemente a continuacion:

v" Numerizacion: Se refiere a la conversion del tipo de
datos de un valor nominal a un valor numérico.
Generalmente, ésta se aplica cuando se pretende utilizar
una técnica de Mineria de datos

v' Discretizacion: Se refiere a la conversion, en este caso
de un valor numérico a un valor nominal ordenado o sin
orden.

v" Aumento de dimensionalidad: Es creacion de nuevos
atributos sustituyendo los actuales, o afadiendo otros,
para obtener un niamero mayor de ellos.

v Reduccién de dimensionalidad: Es la creacion de
nuevos atributos sustituyendo los actuales, por un nimero
menor de ellos.

v Normalizacion de rango: Este se refiere a normalizar el
rango de un valor numérico para que los atributos estén en

funcién de la misma medida.
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Fase 3 Exploracion y seleccion

Se debe realizar un reconocimiento o analisis exploratorio
de los datos que se hallen en los Almacenes de Datos, con el
objetivo de conocerlos mejor y poder definir cuales datos
seleccionar y determinar las tareas a realizar sobre los mismos.

Aqui se ven técnicas simples del anélisis exploratorio de los
datos, técnicas de visualizacion previa, de agrupamiento
exploratorio, técnicas de seleccion horizontal y vertical,

interfaces gréaficas y técnicas de consulta y agregacion.

Fase 4 Mineria de datos

En la secuencia normal de las fases que se ejecutan en el
proceso de descubrimiento de conocimiento en bases de datos,
continua la fase de Mineria de Datos, pues de la anterior ya se
obtuvo como resultado una vista minable lista para que le sean
aplicados los algoritmos correspondientes y luego de esto obtener
como resultado un modelo que seré evaluado en la siguiente fase.

En esta fase se aplican procesos a los datos para extraer
patrones y obtener posteriormente conocimiento Util y apoyar la
toma de decisiones en las empresas, todo esto por medio de la
aplicacion de diferentes técnicas. Las principales técnicas de

mineria de datos que pueden ser aplicadas son las de clasificacion
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supervisada, clasificacion no supervisada o clustering, y seleccion de

atributos.

Fase 5 Evaluacion e interpretacion

La validacion y verificacion de los modelos que se
plantearon en la fase anterior, y asi poder reconocer en qué nivel
de madurez o de refinamiento se encuentra el modelo y si es el
maés adecuado para resolver el problema planteado.

En general se proponen tres métodos, los cuales sirven
como una aproximacion a las diferentes técnicas utilizadas para

partir los datos en los conjuntos de entrenamiento y de prueba.

v' Validacién simple: reserva un porcentaje de la base de
datos como conjunto de prueba, y no lo usa para construir

el modelo.

v Validacién cruzada con n pliegues: Este método
generalmente se aplica cuando no se cuenta con la
cantidad suficiente de datos como para construir el

modelo a partir del conjunto de entrenamiento.

v' Evaluacién basada en coste: Se evalla el coste de los
errores cometidos por un modelo, y no el modelo que

cometa menor nuUmero de errores.
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»  Fase 6 Difusion uso y monitorizacion

Una vez construido y validado el modelo puede usarse
principalmente con dos finalidades: para que un analista recomiende
acciones basandose en el modelo y en sus resultados, o bien para aplicar

el modelo a diferentes conjuntos de datos.

2.2.6.2. Técnicas de la Mineria de Datos

Las técnicas se encuentran en continua evolucion como resultado
de la colaboracion entre campos de investigacion tales como bases
de datos, reconocimiento de patrones, inteligencia artificial, sistemas
expertos, estadistica, visualizacion, recuperacion de informacion, y
computacion de altas prestaciones. Se clasifican en dos grandes
categorias: supervisados o predictivos y no supervisados o de
descubrimiento del conocimiento (Tobias S. 2008). La siguiente tabla

recoge algunas de las técnicas méas habituales.

Arboles de decision | Deteccién de desviaciones

Induccion neuronal | Segmentacién

Regresion Agrupamiento ("Clustering")

Series temporales Reglas de asociacién

Patrones secuenciales

Tabla2.1: Algunas de las técnicas de mineria
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2.2.7. Mineria De Datos Educativos (EDM)

El desarrollo tradicional de los cursos E-learning es una
actividad ardua en el que el profesor del curso tiene que elegir el
contenido que se mostrara, decidir sobre la estructura de los
contenidos, y determinar los elementos de contenido mas apropiado
para cada tipo de usuario potencial del curso. ( Romero, Ventura,
& Garcia 2009). La mineria de datos en este caso pueda ayudar al
profesor a identificar aquellos aspectos de su curso que puedan ser
susceptibles de mejora, a conocer mejor las dificultades que sus
estudiantes se encuentran a la hora de desenvolverse dentro del
correspondiente curso virtual, a integrar sistemas inteligentes de

asignacion de tareas.

El sitio web http://www.educationaldatamining.org/EDM/ de

la comunidad de Educational Data Mining (EDM), define la mineria
de datos educativos de la siguiente manera: "La mineria de datos en la
educacion es una disciplina emergente, cuyo interés radica en la
elaboracion de métodos para explorar los tipos de informacién que
proceden de los centros educativos y el uso de los métodos para
comprender mejor a los estudiantes y la manera en que aprenden”.
Segin (Corso & Alfaro, 2010), el Data Mining tiene como
objetivo reunir los beneficios de varias areas como la estadistica,
inteligencia artificial, las bases de datos y el preprocesamiento masivo,

usando las bases de datos como materia prima.
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Existen diversos contextos donde se podria implementar EDM,
(Baker & Yacef, 2009) manifiestan la existencia de cuatro areas
claves:

v' La primera: En los Ultimos afios los investigadores han
utilizado EDM para deducir el desenvolvimiento del estudiante
dentro del sistema y lo aburrido o frustrado que podria sentirse,
han podido ampliar ademas el modelo de estudiante para la
determinacion de posibles fracasos o falta de retentiva del
alumno.

v' La segunda: Para el descubrimiento o mejora de la estructura
de los modelos de conocimiento de dominio, algunos
investigadores han sido capaces de desarrollar enfoques
automatizados que se pueden descubrir modelos precisos de
estructura de dominio, directamente de los datos.

v' La tercera: Un tercer aspecto clave de la aplicacion de
métodos de EDM ha sido en el estudio pedagdgico de apoyo
(tanto en software para el aprendizaje y el aprendizaje en otros
dominios, como los comportamientos), para descubrir qué
tipos de apoyo pedagdgico son mas eficaces, ya sea de forma
general o por grupos o perfiles de estudiantes o en situaciones
diferentes.

v/ La Cuarta: La buisqueda empirica de pruebas para

perfeccionar y ampliar las teorias educativas y fendmenos
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educativos conocidos, para una comprension méas profunda de
los factores clave que afectan el aprendizaje.
Segun (Romero & Ventura 2010), una consideracion inicial, parece
implicar s6lo dos grandes grupos de usuarios interesados: los alumnos
y los instructores. En realidad hay mas grupos que participan con

muchos mas objetivos, como puede verse en la figura 2.2.

Objetivos de uso- Data Mining

Alumnos/Estudiantes/Pupilos

Personalizar el e-learming, realizando una recomendacion de
actividades y tareas, forjando un aprendizaje basado en
experiencia

Educadores/Profesores/
Instructores/tutores

Obtener una retroalimentacién acerca de la ensefanza,
analizando el comportamiento del estudiante detectando que
estudiantes necesitan un mayor soporte y que errores son
los  mas tener

comunes que se puede llegar a

personalizando, adaptando los cursos para un mejor

aprendizaje y usabilidad

Desarrolladores de
Cursos/investigadores
Educativos

Para la evaluacion y mantenimiento de cursos, valorando la
estructura de contenido de los cursos, comparando técnicas
de mineria de datos con el fin de recomendar las mas utiles

para cada tarea.

Organizadores/Proveedores de
aprendizaje/Universidades/
Empresas de formacion privada

Para la toma de decisiones en instituciones de nivel superior.

Encontrando la relacion costo/eficiencia

Seleccionando los candidatos mas calificados para la

mejor

admision en sus universidades

Administradores/Administradore

s de centro
educativo/Administradores de
red/Administradores de Sistema

Para desarrollar la mejor manera de organizar los recursos
institucionales humanos y materiales y su oferta educativa,
para establecer parametros de eficiencia del sitio,

determinando el
- -

enfoque vy eficiencia de la educacidén a

Fig. 2.2: EDM Usuarios/Objetivos

Para facilitar todas las tareas propias de la EDM, se necesitan

métodos de analisis de datos y herramientas para observar el
comportamiento de los estudiantes y maestros, para ayudar en la
deteccion de posibles errores, deficiencias y posibles mejoras. El
andlisis de datos tradicional en el E-learning es la hipdtesis que méas
impulso tiene en el sentido de que el usuario parte de una pregunta y

explora los datos para confirmar su intuicion.
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En la mineria de datos se extraen autométicamente nueva
informacidn y conocimiento a partir de los datos que se obtengan para
el analisis en lugar de basarse en la investigacion o impresion humana.
La EDM construye modelos de andlisis que descubren patrones y
tendencias interesantes de informacion sobre el uso del estudiante que
pueden ser utilizadas por el profesor para mejorar el aprendizaje del

estudiante y el mantenimiento del sistema.

Segun (Rodriguez Anaya, 2009) las principales aplicaciones de
la EDM en un entorno de ensefianza apoyado en la Web son: obtener
una mayor realimentacion de la ensefianza, conocer mas sobre cémo
los estudiantes aprenden, evaluar a los estudiantes por sus patrones
de navegacion, reestructurar los contenidos el sitio web para
personalizar los cursos, clasificar a los estudiantes en clUsteres, etc.

Se han realizado distintos experimentos para medir o identificar
la colaboracion que se realizaba entre usuarios de un sistema de E-

learning con diferentes orientaciones:

Orientado hacia los autores. Con el objetivo de ayudar a los
profesores y/o autores de los sistemas de E-learning para que
puedan mejorar el funcionamiento o rendimiento de estos sistemas

a partir de la informacion de utilizacion de los alumnos.

Orientado hacia los estudiantes. Con el objetivo de ayudar o realizar

recomendaciones a los alumnos durante su interaccién con el sistema
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de E-learning para poder mejorar su aprendizaje. Sus principales
aplicaciones son: sugerir buenas experiencias de aprendizaje a los
estudiantes, adaptacion del curso segun el progreso del aprendiz,
ayudar a los estudiantes dando sugerencias y atajos, recomendar

caminos mas cortos y personalizados, etc.

a.- Revision de la investigacion actual en este campo.

Entre las investigaciones que aplican técnicas de mineria de datos en
educacion se puede destacar segin Baker, R.S.2014) Educational
Data Mining: An Advance for Intelligent Systems in Education.
IEEE Inteligent Systems. (A. Cobo, R. Rocha, C. Rodriguez, 2014)
Evaluacion de la interactividad de los alumnos en entornos de
aprendizaje virtuales utilizando un enfoque multicriterio y mineria
de datos. (Palmer, 2013) datos de los estudiantes usados
almacenados en los sistemas institucionales para predecir el
rendimiento académico de los estudiantes. (Gil, Herrera et al. 2011)
centrado en la prediccion del rendimiento académico utilizando
aspera la teoria de conjuntos.

(C. Romero, S. Ventura 2013) Data Mining and Knowledge
Discovery in Education. (Cobo, A; Rocha, R; Alvarez, 2012)
Anédlisis y Evaluacion del Rendimiento Académico y Patrones de
Comportamiento de los estudiantes en un entorno Interactivos B-

learning Utilizando Técnicas De Mineria De Datos. (Bodea et al.
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2012) present6 un recomendador educativa motor para aumentar los
valores formativos de la E-learning.

(Anaya, A; Boticario J.G. 2011) Aplicacion de técnicas de
aprendizaje automatico que analiza las interacciones de los
estudiantes y mejorar el proceso de colaboracion (Garcia y Zorrilla,
2011) los utilizaron para analizar el comportamiento de los
estudiantes en los cursos on-line y sus procedimientos de
navegacion. (Johnson et al. 2011) utilizado a analizar los datos
obtenidos de los registros de actividad (logs) generada por los

sistemas de tutoria automaticas.

(C. Romero, P.G. Espejo, A. Zafra, J.R. Romero, S. Ventura 2010)
Web Usage Mining for Predicting Final Marks of Students that Use
Moodle Courses. Computer Applications in Engineering Education

journal.

b. - Eventos relacionados con EDM en los Gltimos arios

» The 8th International Conference on Educational Data Mining

EDM 2015. http://www.educationaldatamining.org/EDM2015/

» The 7th International Conference on Educational Data Mining ED
2014 Institute of Education, London, UK.

http://www.educationaldatamining.org/EDM2014/
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>

>

>

C.-

Predicting School Failure and Dropout by Using Data Mining
Techniques IEEE Journal of Latin-American Learning
Technologies, 2013.

Web Usage Mining for Predicting Final Marks of MOODLE
Students. Computer Applications in Engineering Education, the
Internet and Higher Education Journal (Special Issue on Web
Mining and Higher Education 2013).

Multi-objective ant programming for mining classification rules.
Fifteen European Conference on Genetic Programming (EuroGP
2012), Malaga, Espafia, Abril de 2012.

4th International Conference on Educational Data Mining (EDM
2011) Eindhoven,

3th International Conference on Educational Data Mining (EDM
2010) Eindhoven, Pittsburgh 2010,

Workshop on Educational Data Mining, at the 7th IEEE
International Conference on Advanced Learning Technologies.
Niigata, Japan. July 18-20, 2007.

Track on Educational Data Mining, at the Workshop on Data
Mining for User Modeling, at the 11th International Conference on

User Modeling. Corfu, Greece. June 25, 2007.

Aplicaciones de la mineria de datos en educacién
Las principales aplicaciones de las técnicas de mineria de datos en

educacion (Romero y Ventura; 2010) han elaboraron una lista de
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aplicaciones, en el que describen los estudios méas relevantes

agrupados en funcién de diferentes criterios:

Prediccion del rendimiento académico

Predecir qué probabilidad tienen los estudiantes de cometer
errores en un determinado problema.

Las reglas de asociacion guian el proceso de busqueda para
encontrar modelos de transferencia que predicen el éxito de

los estudiantes.

Sistemas de tutorizacion inteligente

o

o

Recomendacion de tareas

Entrenamiento a un agente recomendador y construir un
modelo del comportamiento de acceso o asociaciones entre
actividades de aprendizaje en linea.

Descubrir patrones que reflejan comportamientos de los
usuarios para dar soporte a la tutoria en comunidades de

aprendizaje virtual

Identificacion de debilidades de los sistemas de tutoria

o

Un buen estudiante proporciona informacién atil sobre la
dificultad en las tareas de aprendizaje y la transferencia de

aprendizaje entre determinados problemas.

Sistemas de seguimiento de conocimiento

o

Descubrimiento de relaciones o asociaciones entre distintas

paginas Web visitadas
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©)

Analizar secuencias de paginas visitadas durante una sesion

0 en distintas sesiones de un mismo usuario.

Sistemas de modelado de estudiantes

o

Utilizado para identificar diferentes tipos de estudiantes, sus
caracteristicas, comportamientos de interacciéon y relacion
con el aprendizaje.

Agrupar a los usuarios por su comportamiento de
navegacion.

Mejorar las estrategias en los sistemas instruccionales.

Sistemas de deteccion de irregularidades

o

o

Deteccidn en linea de irregularidades en perfiles de procesos
de aprendizaje a partir de los tiempos de respuesta

Identificacién automatica de plagio.

Sistemas clasificadores de contenidos.

o

o

Agrupar a las paginas por su contenido o tipo o acceso.
Generacion automatica de metadatos.

Construccion automatica de libros electrénicos a partir de
una jerarquia de temas especificados por el usuario.
Utilizacion conjunta de técnicas de mineria de secuencia de
patrones para descubrir nuevos conceptos en las paginas

web.
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2.2.8. Proceso de Analisis Jerarquico (AHP)

Dentro del Analisis de Decisiones Multicriterio una de las técnicas
mas populares es el método denominado Proceso Analitico Jerarquico, AHP
(Analytical Hierarchy Process) propuesto por Saaty (Thomas Saaty, 1980).
Esta metodologia se basa en construir un modelo jerarquico que represente
el problema objeto de estudio, mediante criterios y alternativas planteadas
inicialmente, luego poder deducir, cual o cuales son las mejores alternativas
y tomar una decision final 6ptima. Con este proceso analitico jerarquico se
pretende dividir una decision compleja en un conjunto de decisiones

simples, facilitando la comprension y solucion del problema propuesto.

El AHP es una metodologia para estructurar, medir y sintetizar. Ha
sido aplicada ampliamente en la solucion de una gran variedad de
problemas, es un método matematico creado para evaluar alternativas
cuando se tienen en consideracion varios criterios y esta basado en el
principio que la experiencia y el conocimiento de los actores son tan

importantes como los datos utilizados en el proceso.

El AHP se fundamenta en:
» La estructuracion del modelo jerdrquico (representacién del problema
mediante identificacion de meta, criterios, subcriterios y alternativas).

» Priorizacion de los elementos del modelo jerarquico.
» Comparaciones binarias entre los elementos.

» Evaluacion de los elementos mediante asignacion de “pesos”.
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» Ranking de las alternativas de acuerdo con los pesos dados.

> Sintesis.

» Andlisis de Sensibilidad.

El AHP utiliza comparaciones entre pares de elementos, construyendo
matrices a partir de estas comparaciones, y usando elementos del &lgebra
matricial para establecer prioridades entre los elementos de un nivel, con
respecto a un elemento del nivel inmediatamente superior. Cuando las
prioridades de los elementos en cada nivel se tienen definidas, se agregan para
obtener las prioridades globales frente al objetivo principal.

La metodologia AHP se basa en tres principios basicos. EI primero el
de descomposicion, que permite estructurar un problema complejo en
subproblemas jerarquicos con dependencias de acuerdo con el nivel de
descomposicion en el que se encuentren. El principio de juicio comparativo
se basa en realizar combinaciones en parejas de todos los elementos de un
sub-criterio con respecto al criterio principal, por ello se habla de
comparaciones biunivocas. En las comparaciones dos a dos se suele utilizar

la conocida como escala de Saaty y que se recoge en la Tabla 2.2.
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Escala Definicion Explicacion
1 Igualmente preferida | Los dos criterios contribuyen igual al
objetivo
2 Moderadamente La experiencia y el juicio favorecen
preferida un poco a un criterio frente al otro
5 Fuertemente La experiencia y el juicio favorecen
preferida fuertemente a un criterio frente al
otro
7 Muy fuertemente Un criterio es favorecido muy
preferida fuertemente sobre el otro.
9 Extremadamente La evidencia favorece en la més alta
preferida medida a un factor frente al otro
2,4,6,8 Valores intermedios Cuando se necesita un compromiso
de las partes entre valores adyacente
Reciprocos | aij =1/aij Hipdtesis del método

Tabla 2.2: Escalas de comparacion de Saaty

Finalmente el principio de composicion jerarquica o sintesis de

prioridades permite producir prioridades globales a través de las

multiplicaciones de las prioridades locales, es decir, que una vez se tienen

soluciones locales, se agregan para obtener la solucion general que se esta

buscando. En el célculo de las diferentes prioridades pueden utilizarse

diferentes técnicas algebraicas, una de las mas comunes es la consideracion

del autovector normalizado asociado al autovalor dominante de la matriz de

comparaciones dos a dos.

2.2.9.

Herramienta Weka

WEKA (http://www.cs.waikato.ac.nz/ml/weka/) es una coleccion de

algoritmos de aprendizaje para tareas de Mineria de Datos. Se trata de una

herramienta totalmente desarrollada en el lenguaje de programacion JAVA,

que contiene una interfaz grafica para la aplicacion de los algoritmos
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directamente al conjunto de datos de origen, asi como la posibilidad de aplicar

los algoritmos desde un programa JAVA independiente.

WEKA segun (Isa 2003) es un software libre, esta establecido por una
serie de paquetes de cddigo abierto con diferentes técnicas de reprocesado,
clasificacion, agrupamiento, asociacion, y visualizacion, asi como facilidades
para su aplicacion y andlisis de prestaciones cuando son aplicadas a los datos
de entrada seleccionados. Estos paquetes pueden ser integrados en cualquier
proyecto de andlisis de datos, e incluso pueden extenderse con contribuciones
de los usuarios que desarrollen nuevos algoritmos. Con objeto de facilitar su
uso por un mayor nimero de usuarios, WEKA ademas incluye una interfaz
gréafica de usuario para acceder y configurar las diferentes herramientas

integradas.

Algunas de las principales caracteristicas de esta herramienta son:

» Interaccion con datos de origen: Puede recibir los datos de origen
directamente desde una base de datos, utilizando protocolo JDBC,
el cual fue el método utilizado para la elaboracion de las pruebas

de este proyecto.

» Interfaz  grafica: provee herramientas de  visualizacion,
preprocesamiento y metodos para la aplicacion de los algoritmos de

Mineria de Datos.
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» Preprocesamiento: son llamados “filtros” y permiten realizar
actividades como discretizacién, normalizacion, seleccion de
atributos, transformacién y combinacién de los mismos.

» Algoritmos de clasificacion clustering, asociativa: en WEKA, que

implementan una gran variedad de algoritmos de Mineria de Datos

2.2.10. Herramienta Expert Choice

Expert Choice (www.expertchoice.com) es un software de apoyo
para la toma de decisiones, estd basado en el Proceso Jerarquico
Analitico (AHP, Analytic Hierarchy Process) descrito anteriormente.

Expert Choice asiste a los decisores organizando la informacion
relacionada a la complejidad del problema en un modelo jerarquico
consistente de un objetivo, escenarios posibles, criterios y alternativas.
Usando el método, unico de Expert Choice, de comparacion par a par,
se puede evaluar la importancia de los criterios, las preferencias de las
alternativas, y las probabilidades de los escenarios y sintetizar sus

comparaciones para llegar a la mejor decision.

Expert Choice ha sido usado exitosamente en una variedad de
aplicaciones  incluyendo  Priorizacion y  Evaluacion  de
Proyectos, Planeamiento estratégico, Analisis de costos, Negociacion
y solucién de conflictos, Evaluacién de los planes de
inversion, Asignacion de recursos,  Administracion de Calidad
total, Evaluacion de fusiones y adquisiciones, Contratacion,

evaluacion y promocion de empleados, Satisfaccion del cliente.
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2.3.

DEFINICION DE TERMINOS

En particular, a efectos de esta tesis resulta interesante analizar
algunos métodos comunes de clustering, pues ésta es la técnica de

mineria de datos que se utilizaré en este trabajo.

» Técnicas de Clustering

Clustering es una de las tareas mas utilizadas en el proceso de
mineria de datos. El objetivo de esta técnica es descubrir grupos o
clasteres dentro de los datos e identificar interesantes distribuciones y
patrones en ellos. El objetivo del clustering es organizar una muestra de
casos en consideracion en grupos de forma tal que el grado de
asociacion es alto entre los miembros del mismo grupo (cluster) y bajo
entre los miembros de diferentes grupos. En definitiva, se busca que los
elementos asignados a un mismo grupo se parezcan entre si lo maximo
posible y que al mismo tiempo se diferencien al maximo de los
elementos de los otros grupos. Para analizar esas similitudes o
diferencias se necesita contar con las correspondientes métricas o
medida.

Las medidas de similitud representan la similitud como la
proximidad de las observaciones respecto a las otras. Las medidas de
distancia utilizadas para el agrupamiento pueden ser también muy

diversas; entre las mas usadas se encuentran:
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o Distancia euclidiana: definida como la longitud del segmento que
une dos puntos en el espacio, se deduce a partir del Teorema de

Pitagoras.

e

Eucl(x,y)= Jzi (X, =y, )

o Distancia de Manhattan: esta hace referencia a recorrer un
camino mas corto zigzagueando. EI nombre viene precisamente
como alusion del arreglo en rejilla de la mayor parte de las calles en
la isla de Manhattan, propuesta por Hermann Minkowski (IOS,

2006).

Manh(x,y)=Y" | x =y,

o Distancia de Mahalanobis: fue introducida por Mahalanobis en
1936. Es una distancia mas robusta que utiliza la matriz de
covarianzas para incorporar la dependencia entre las dos variables.
La distancia de Mahalanobis entre dos variables aleatorias con la
misma distribucion de probabilidad y con matriz de covarianza X

se define como:

Mahalanobis(x,y) = \{{x -y)Cov(D) (x=y)

Los algoritmos de clustering se dividen en dos grandes grupos:

los Agrupamientos Numeéricos y los Simbélicos. Entre los primeros
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estan algoritmos como el de las K-Medias o el algoritmo EM
(Expectation Maximation). Entre los algoritmos simbdlicos se
podrian citar los algoritmos de clustering Jerarquico.

En este trabajo se hara explicitamente uso de los dos algoritmos

numeéricos citados:

o Algoritmo K-Medias: Se trata de un algoritmo clasificado como
método de particionado y recolocacion. EI nombre le viene porque
representa cada uno de los clusteres por la media (0 media

ponderada) de sus puntos, es decir, por su centroide.

El proceso con el que se desenvuelve el algoritmo segun (Molina &

Garcia, 2004) consiste en:

1. Elegir k elementos (instancias de los datos) que actlan como
semillas (k seria el nimero de clusteres a crear y debe ser dado de
antemano).

2. Para cada elemento del conjunto de datos seleccionar la semilla
maés préxima y afadirlo a la clase o cluster correspondiente.

3. Calcular el centroide de cada clase, que pasan a ser las nuevas
semillas

4. Si no se llega a un criterio de convergencia (por ejemplo, dos
iteraciones consecutivas que no cambian las clasificaciones de los

ejemplos), volver al paso 2.
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Algoritmo EM (Expectation Maximation): el algoritmo EM asigna a
cada instancia una distribucion de probabilidad de pertenencia a cada
cluster. El algoritmo puede decidir cuantos cllsteres crear a partir de
una validacién cruzada, o también se le puede especificar a priori
cuantos debe generar. El ajuste de los parametros del modelo
requiere alguna medida de su bondad, es decir, como de bien encajan
los datos sobre la distribucion que los representa. Este valor de bondad
se conoce como el verisimilitud de los datos. Se conforma
principalmente de dos pasos:

» (Expectation) para cada instancia calcular la probabilidad de
pertenecer a un cluster.

» (Maximization) estimar los parametros que caracterizan las
distribuciones a partir de las nuevas probabilidades (hacer méas
probable esa observacion).

El hecho de que el algoritmo EM pueda decidir de forma automatica

cuantos grupos crear es una de sus principales ventajas con respecto a

otros como el de las k-medias en las que ese numero debe ser prefijado.

51



i METODOLOGIA

Introduccion

Dada la orientacion de esta investigacion, cuyo objetivo es colectar
datos de los modelos E-learning y B-learning para estudiar aspectos como la
frecuencia y periodicidad de accesos, el seguimiento de las actividades, la
participacion en los foros, haciendo uso de técnicas de mineria de datos, los
pasos que se proponen son los siguientes: preparacion de los datos, aplicacion
de las técnicas seleccionadas, evaluacion del modelo obtenido, y uso del
modelo sobre un caso concreto. Para ello se comenzara con la etapa de pre-
procesamiento que incluye la seleccion y limpieza de datos, luego se
emplearan los algoritmos K-MEANS y EM como instrumento para la
determinacién de patrones de comportamiento similares entre los estudiantes.
Para la identificacion de perfiles asociados a cada uno de los patrones se hara
uso de un indicador de actividad global obtenido mediante la metodologia
AHP. Todo ello se hara sobre dos experiencias concretas, una que responde a

un modelo B-learning y otra que responde a un modelo totalmente on-line.
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3.1. TIPO Y DISENO DE INVESTIGACION

3.1.1. De acuerdo a la orientacion

Aplicada

3.1.2. De acuerdo a la técnica de contrastacion

Descriptiva — Explicativa

3.2. PLAN DE RECOLECCION DE LA INFORMACION

3.2.1. Poblacion
Se trata de identificar patrones de comportamiento de estudiantes
universitarios que participan en procesos de ensefianza virtual
sobre plataformas E-learning, tanto en modelos mixtos como
totalmente on-line. La poblacion objeto de estudio es por tanto la

formada por usuarios matriculados en cursos virtuales.

3.2.2. Muestra
Se trabajara con una muestra de estudiantes matriculados en dos
asignaturas diferentes de la Universidad de Cantabria (Espafia).
Dicha universidad es una universidad presencial pero que cuenta
con sistemas de ensefianza virtual que se utilizan como apoyo
para diferentes asignaturas presenciales pero también para

asignaturas impartidas integramente on-line.
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En este caso se consideraron dos muestras de estudiantes:

1. Los 343 estudiantes inscritos en una asignatura sobre
“Teoria de la Optimizacién” de primer curso de dos
titulaciones: Economia y Administracion y Direccion de
Empresas. Esta asignatura respondia a un modelo B-
learning.

2. Los 57 estudiantes de primer curso de diferentes carreras
inscritos en una asignatura 100% virtual sobre

“Herramientas de Trabajo Colaborativo”. Esta asignatura

respondia a un modelo E-learning.

A continuacion se recogen las principales caracteristicas de la

organizacion de las dos asignaturas analizadas:

Teoria de la Herramientas de
Optimizacion apoyo al trabajo
colaborativo
Modelo de B-learning E-learning
ensefianza
Numero de 343 57
estudiantes
Ciclo 1° 1°
Duracion de la 4 meses 2 meses
asignatura
Titulaciones Economia/Adm. | Todas las de la UC
Empresas
Actividades Clases tedricas y Ninguna
realizadas practicas.
presencialmente Participacion en
practicas de
Laboratorio.
Evaluaciones
presenciales
Actividades Participacion en Participacion en
realizadas foros, acceso a foros, acceso a
virtualmente materiales materiales
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docentes, tests de
autoevaluacion,
entrega de tareas

docentes, tests de
autoevaluacion,
entrega de tareas

Numero de foros

4 foros tematicos

4 foros tematicos

disponibles mas un foro mas un foro
general y otro de general y otro de
noticias noticias
NUmero de tests 4 4
on-line a realizar
Plataforma virtual Moodle Moodle

Como puede apreciarse ambas asignaturas responden a una
estructuracion muy similar: organizadas en 4 bloques tematicos,
con un foro de debate y un test asociado a cada bloque, y con
tareas que debian ser entregadas a través de la plataforma. La
diferencia esencial es que en la primera se realizaban también
actividades docentes presenciales mientras que en la segunda

todo era on-line.

3.3 INSTRUMENTO(s) DE RECOLECION DE
INFORMACION

La recoleccion de informacidn de datos supuso realmente dos

fases diferenciadas:
1. Utilizacion de las herramientas de generacién de
informes de actividad de la plataforma Moodle de la
Universidad de Cantabria para extraer registros de
acceso de los estudiantes a los cursos virtuales de la
asignatura. A partir de esos registros se generaran los

indicadores individuales para cada estudiante que seran
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la base para la aplicacion de las técnicas de mineria de
datos.

2. Consulta a los profesores responsables de las
asignaturas para generar matrices de comparacion entre
criterios a la hora de valorar la importancia de la
participacion de los estudiantes en las actividades con
soporte virtual. Estas matrices serdn la base para
determinar, usando la metodologia AHP, los pesos de
cada indicador para el cémputo de un grado de

interactividad global de cada estudiante.

3.4. PLAN DE PROCESAMIENTO Y ANALISIS ESTADISTICO DE
INFORMACION

3.4.1 Seleccion de datos

La figura 3.1 muestra la herramienta de generacion de informes
de actividad de la plataforma Moodle de la Universidad de Cantabria.
A través de esa herramienta se puede acceder a registros de acceso a la
plataforma de usuarios individuales o del conjunto de estudiantes.
También es posibles filtrar esos registros por fechas o por tipo de
actividad realizada. En este caso se obtuvieron, para las dos asignaturas
consideradas, todos los registros de actividad de todos los estudiantes

inscritos en cada una de las asignaturas.
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/= Teoria de la Optimizacion: Informes - Windows Internet Explorer

S~ =

archiva  Ediclsn ver  Favortos  Hereamienkss  Ayuda

[ x Google |

B Teoria de ls Sptimizacian: Informes Pfm - B 0 dmn v Pégina - Seguridad - Herramientas

Las estadisticas no estan habilitadas actualmente

univer:

Vicerrectorado de
Tel +34 94220204

Y - Lot -

Fig. 3.1: Curso en la Plataforma Moodle

El tipo de informe que se genera con esta herramienta de la
plataforma Moodle es el que se muestra la figura 3.2. Como puede
apreciarse, quedan registrados todos los accesos sefialando para cada
uno de ellos la fecha y hora del acceso, la direccion IP de la maquina
desde la que se produce la conexion, el tipo de actividad realizada de
acuerdo a una clasificacion del propio Moodle, y el elemento del curso
(foro, elemento de contenido, test,...) sobre el que se ha realizado la

actividad.

57



/= Optimizacion: Registros - Windows Internet Explorer
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2011, 13:38
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2011, 13:34
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Foro de Noticias
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2011, 12:24
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2011, 12:24
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2011, 13:24
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2011, 21:48
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21:22
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20:3
lun 29 de sgosto de 2011. 193.144.176.77 resource view cara la Y 5n de las tablas del M
& Internet 5~ HWeo%n -~

Fig. 3.2: Registros utilizados para cada estudiante

Respecto a la tipologia de actividades que define el propio
Moodle, éstas son las que se recogen en la tabla 3.1. En este caso se
ha afiadido a la tabla un cédigo y un nombre breve de la actividad
para facilitar la posterior identificacion de cada una. Como puede
preciarse, queda registrado en la plataforma practicamente cualquier
hecho que el usuario pueda realizar sobre un elemento de un curso
virtual. En particular interesa especialmente observar que hay
actividades relacionadas con los foros de debate, consultas on-line,

tests de evaluacidn, tareas y recursos o materiales docentes.
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cod | Actividad | tipo de accion Descripcion

1 |choicel choice choose Eleccién de una opcién en una consulta

2 | choice2 choice choose again Cambio de la eleccion realizada

3 | choice3 choice view Vista de una consulta

4 |forol forum add discussion Escriben un mensaje en un foro

5 | foro2 forum add post Respuesta a un mensaje previo

6 |foro3 forum delete discussion Borrar un mensaje de un foro

7 | foro4 forum delete post Borrar una respuesta de un foro

8 |foro5 forum subscribe Suscripcién a un foro

9 |foro6 forum unsubscribe Eliminar la suscripcion a un foro

10 |foro7 forum update post Modificacion de un mensaje enviado a un foro
11 |foro8 forum view férum Entrada a un foro

12 |foro9 forum view discussion Lectura de un mensaje de un foro

13 |quizl quiz attempt Inicio de un test de evaluacion

14 | quiz2 quiz close attempt Finalizacion de un test de evaluacion
15 | quiz3 quiz continue attemp Continuacidn de un intento de un test
16 |quiz4 quiz review Revision de los resultados de un test
17 | quiz5 quiz view Vista de las condiciones de realizacion
18 | Resource |resource view Vista de materiales publicados en el curso
19 |trabajol assignment upload Carga de un trabajo o tarea

20 | trabajo2 assignment view Vista de las condiciones de un trabajo

Tabla 3.1: Descripcidén de los tipos de actividades que quedan registrados
en la plataforma Moodle.

3.4.2. Preprocesado de datos

Lo primero que se debe hacer para poder realizar un andlisis de

datos, es obviamente contar con ellos en un formato que permita el

anélisis automatizado. Para tal efecto, lo primero que se realiz6 fue la

exportacion de los informes de actividad a hojas Excel. En la figura 3.3

se muestra la hoja correspondiente a las actividades totales en la

segunda de las asignaturas, la impartida totalmente en modalidad on-

line.
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o] A [] C 0 E F G Cix|
5357 C170 - Herramventas De Apoyo Al Trabap Colaboratwo 2013 abol 27 1332 62422023 data view all
5358 C170 - Heramuantas De Apayo Al Trabapo Colaboratvo 2013 abol 27 1327 62422023 Course view C170 - Herramientas De Apoyo Al Trabayo Colaboratno
5359 C170 - Homamuntas Do Apoyo Al Trabapo Colaboratvo 2013 abal 27 1327 62422023 choco wew Inscpeion para la reakizacsén dof examen final
5350 C170 - Hamamietas De Apoyo Al Trabajo Colaboatho 1390027 1327 422023 couseview C170 - Harmamiontas D Apoyo Al Trabajo Colaboratvo
5361 C170 - Horramientas De Apayo Al Trabajo Colaboratno 2013 abnl 27 1325 62422023 COUrSe view C170 - Herramientas De Apoyo Al Trabayo Colaborativo
5362 C170 - Hamamientas Do Apoyo Al Trabapo Colaboratho 133027 114362422023 vserviow CUARA GLORIA PLASENCIA PLAZA
5363/ C170 - Hamamientas De Apoyo Al Trabajo Colaboratno 13abil 27 114262822003 chocavew Wnscripeién para I reakzacidn dol examen fial
5364 C170 - Hamamientas De Apoyo Al Trabajo Colaborato 13abai 27 114262422023 quizview Examen il ol curso
5365 C170 - Haramirtas De Apoyo Al Trabajo Colaborato 13300127 114262422023 couseview C170 - Heramientas De Apoyo Al Trabajo Colaboratvo
5366 C170 - Herramientas De Apoyo Al Trabajo Colaboratno 2013 abol 26 18.45 62422023 COurse vew C170 - Herramientas De Apoyo Al Trabajo Colaborativo
5367 C 170 - Hamamirtas De Apoyo Al Trabajo Colaborativo 2133l 26 1844 62422023 dataview Relacidn de oo y cuentas de coreo creadas
5368 C170 - Haramintas De Apoyo Al Trabajo Colaborato 2013abnl 26 1844 6222023 dataiewal
5369 C170 - Heramientas De Apoyo Al Trabajo Colaboatio 20132l 26 1844 62422023 courseview C170 - Hermamientas De Apoyo Al Trabajo Colaboratvo
5370 C170 - Hemamientas De Apoyo Al Trabajo Colaboatio 2013abel 6 1844 62422023 assigoment vew al
5371 C170 - Heramientas De Apoyo Al Trabajo Colaboatio 2013l 26 1844 62422023 assigament view Finaizacién de la tarea sobre edicidn compatida de documentos
5372 C170 - Hemamientas De Apoyo Al Trabajo Colaborato 2013abil 26 1841 6222003 assigament view Finaizacion de la tarea sobre edcidn compatida de documentos
5373 C170 - Haramientas De Apayo Al Trabajo Colaborat 2013abil 26 18416222023 courseview C170 - Heramientas De Apoyo Al Trabajo Colaboratvo
5374 C170 - Hamamientas De Apoyo Al Trabajo Colaboath 2013abil 26 1841 6222023 courseview 170 - Hermamientas De Apoyo Al Trabajo Colaboratvo
6375 C170 - Herramientas De Apoyo Al Trabajo Colaboratno 2013 bl 26 184162422023 wikiview all
5376 C170 - Hamramientas De Apoyo Al Trabajo Colaboathe 2013abel 26 1841 62422023 course view 170 - Hemamientas De Apoyo Al Trabajo Colaboratvo
5377 C170 - Herramventas De Apoyo Al Trabajo Colaboratno 2013 abal 26 18.41 62422023 assgnment vew al
5378 C170 - Heramientas De Apoyo Al Trabajo Colaboatho 2013l 26 1841 62422023 coutseview C170 - Hermamientas De Apoyo Al Trabajo Colaboratvo
5379 C170 - Heramientas De Apoyo Al Trabsjo Colaboathe 2013.abel 26 184162422023 resousce vew o
5380 C170 - Hemamientas De Apoyo Al Trabajo Colaborathvo 2013000126 184162422023 couse view C170 - Herramientas De Apoyo Al Trabapo Colaboratho
5331 C170 - Hemamientas De Apoyo Al Trabsjo Colaborathe 2013 000l 26 1840 62422023 forum view orums
5382 C170 - Hemramuentas De Apoyo Al Trabapo Colaboratvo 2013 abol 26 18.40 62422023 course view C170 - Herramientas De Apoyo Al Trabayo Colaboratno
5383 C170 - Hamamientas De Apoyo Al Trabsyo Colaborathe 2013000l 26 1840 62422023 quzviewal
5384 C170 - Hemramventas De Apoyo Al Trabajo Colaboratho 2013 b0l 26 1840 62422023 course view C170 - Herramientas De Apoyo Al Trabajo Colaboratno
5385 C170 - Horramientas Do Apoyo Al Trabayo Colaboratno 2013 abal 26 1840 62422023 choce wew all

386 C170 - Heramyeotas De Acovo Al Trabio Colaboratag 2013 aboi 26 1840 6 A QULES 10 .- Heaoentas De Acovo Al Trabaio Colabotals

Figura 3.3: Base de datos y cargada en Excel

Para complementar la investigacion y para poder cumplir con el
objetivo propuesto que es el de identificar los rasgos de
comportamientos de los estudiantes en el aprendizaje colaborativo
apoyado en los sistemas E-learning y B-learning, se calcularon el
namero total de registros de actividad asociados a cada estudiante y a
cada tipo de actividad. Asi por ejemplo, para cada estudiante se pudo
calcular el nimero total de acceso a un foro para leer un mensaje, el
namero total de respuestas dadas a mensajes de compafieros, el nimero
total de nuevos hilos de debate abiertos en los foros, el nimero total de
veces que accedieron a un elemento de contenido del curso, el nimero

total de accesos a las herramientas de entrega de tareas.

3.4.3. Integracion de datos:

A través de Moodle se obtuvieron para cada estudiante datos
relativos a su actividad en la parte no presencial de la asignatura, que
en el caso de la segunda asignatura eran todos los indicadores

disponibles.
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En concreto, para cada estudiante de cada asignatura, se
obtuvieron los siguientes atributos:

v" Actividad en el foro de noticias (FN), creado por el equipo docente
para informar sobre aspectos importantes de la asignatura. En él los
estudiantes Unicamente podian realizar operaciones de lectura, por
lo que se tiene un unico atributo a partir del nimero de mensajes
leidos (FNL).

v Actividad en el foro General (FG), abierto a todo tipo de
participacion. Se consideran 3 atributos para este foro: mensajes
leidos (FGL), respuestas a mensajes de otros usuarios (FGR) y
planteamiento de nuevos hilos de debate (FGN).

v" Actividad en los cuatro foros tematicos, uno por cada bloque de la
asignatura (F1, F2, F3, F4): abierto igualmente a todo tipo de
participacién y con tres atributos cada uno por usuario (FxL, FxR,
FXN).

v" Resultados en los tests de autoevaluacion en cada uno de los bloques
tematicos (atributos T1, T2, T3y T4).

v" Evaluacion de un trabajo practico a distancia (TR), el trabajo era
realizado de manera autonoma y entregado a través de la plataforma
virtual.

En definitiva, para cada estudiante se dispone de atributos que
permiten medir su rendimiento en las actividades y foros, como se

muestra en las tablas 3.3, 3.4.
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Atributo Origen Descripcion
FL Mensajes leidos
Foro general (FG) FR Respuestas ofrecidas a otros
FN Nuevos mensajes de debate
F1 FIL, F2L, F3L, F4L
Foro Tematicos(Fx) | F2 FIR, F2R, F3R,F4R
F3 FIN,F2N,F3N,FAN
F4
T1 Test autoevaluacion 1
Test de T2 Test autoevaluacion 2
autoevaluacion T3 Test autoevaluacion 3
T4 Test autoevaluacion 4
Trabajos TR Trabajo

Tabla 3.3: Atributos generados para cada estudiante

Con objeto de poder tener informacion que permita contrastar
si la actividad en el curso virtual de un estudiante guarda cierta relacion
con sus posibilidades de éxito final en la asignatura, se integraron los
datos obtenidos automatica de Moodle con informacion proporcionada
directamente por el profesorado responsable de las asignaturas. En este
caso para cada estudiante se consideraron dos atributos adicionales, su
calificacion final en la escala oficial de la Universidad de Cantabria, y
una variable booleana que indicaba si el estudiante superé o no con
éxito la asignatura después de las evaluaciones finales. Es de destacar
que en el caso de la asignatura en modalidad B-learning, la evaluacion
final se produce después de un examen final presencial y que cada uno
de los 4 bloques teméticos también tenia asociado un examen parcial
presencial.

Finalmente, otro de los objetivos que se planteaba en el trabajo
era analizar la evolucion a lo largo del tiempo del comportamiento de

los estudiantes en los foros de la asignatura. Se trata basicamente de
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comprobar si a medida que avanza el desarrollo de la asignatura los
estudiantes se sentian mas animados a participar activamente en los
foros o si habia periodos puntuales en la que la actividad global era
mayor o menor. Para tales fines se optd por generar para cada
estudiante un conjunto de variables que contabilizaban el nimero de
mensajes leidos, de respuestas a mensajes y de nuevos debates abiertos
en cada una de las quincenas en las que se dividia el curso. En el caso
de la primera asignatura, teniendo en cuenta que tenia una duracién de
4 meses mas un mes adicional que correspondia al periodo de
evaluaciones, se optd por generar 30 atributos adicionales, 3
correspondientes a cada una de las 10 quincenas. Estos atributos son

los que se recogen en la tabla 3.4.

Atributo Origen Descripcion

FL1,FL2,FL3,FL4,FL5 FL Mensajes leidos
FL6,FL7,FL8,FL9,FL10

FRLFR2.FR3FR4FR5 | FR Respuestas a otros mensajes

FR6,FR7,FR8,FR9,FR10

FN1,FN2,FN3,FN4,FN5 | N Nuevos de debate
FN6,FN7,FN8,FN9,FN10

Tabla 3.4: Atributos de actividad quincenal en los foros.

3.4.4 . Transformacion de Datos:

Transformar de los datos permite obtener otro espacio de
atributos que represente la misma informacion de diferente manera.

Este paso implica la transformacion del tipo de algunos atributos, en
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caso que fuera necesario, teniendo presente que convertir el tipo de un
atributo a otro puede cambiar la semantica de dicho atributo. Este paso
estd muy ligado al algoritmo que procesard los datos para obtener
conocimiento.

En este paso de transformacion se realizdé una normalizacion de
los atributos numéricos para que todos se definan sobre una escala [0,1].
El valor minimo de cada atributo se transforma en el 0, mientras que el
valor maximo se convierte en 1. De esta manera se evita que los
resultados de los algoritmos se vean condicionados por la diferencia de
escala en los diferentes atributos. Por ejemplo, parece légico que el
numero total de mensajes que un estudiante puede leer durante el
desarrollo del curso sea bastante superior al nUmero de mensajes que él
mismo llega a escribir.

Tras ese proceso de normalizacion, la siguiente transformacion
fue la generacion de un archivo en el formato ARFF. Este formato es el
que utiliza el software Weka. Las figuras 3.3 y 3.4 muestran las capturas
de pantalla de los archivos ARFF con los datos. En este caso

Unicamente se muestran las cabeceras de definicién de los atributos.
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[P Actvidadestudizntsagosarf - Bloc de notas |;E|®
i) Edn Formabo Ver Ayuda

>

firelation actividad
fiattrioute i numeric
Gattribute nombre string
@attribute Mensajes_leidos numeric
fattribute Respusstas numeric
iattrioute Nuevos-debates mumeric
lattribute Dias_activos nimeric
flartritute Recursos_vistos numeric
fattrioute Suscripciones mmeric L
flattrioute Lectura_indicacionss numeric
iattribute Participacion_encuestas numeric
flattrioute Realizacion_test numeric
fiattrioute Trabajos numeric
lattribute Exito numeric
%gmtrijute Calificacion [Suspenso, Aprodado, WP, Scoresaliente, Notable, 'Matricula de honor')

FiE]

Fig.3.3: Archivo en formato arff con los datos

7 aividad foros estuantesar Bloc de notzs P - b 2

Archivo Edidion Fomato Ver Ayuda

Erelation actividad_foros_estudiantes R
Eattribute Id nuneric T
Eattribute Norbre string L
Eattribute FL mumeric@attribute FR numericBattribute FN numericéattribute FLL numericéattribute FL2 mumericBattribute FL3 rumerickattribute FLd mumeric =
Eattribute FLS nunericgattribute FLE numericéattribute FL7 numeric@attribute FLB nunerickattribute FLO numericBattribute FL10 nunericgattribute PRI mumeric |
gartribute FR2 nunerfcéartribute FR3 nunericéartribute FR4 numericgattribute FRS numericgartribute FRE mumericlattribute FR7 numericBartribute FRS mumeric
Eattribute FRY nunericiattribute FRL0 numercBattribute FNL nusericgattribute FN2 numericBartribute FN3 numericBattribute P4 numericiattribute FNS nuneric
Eattribute FNG nunericgattribute N7 numericéattribute PN nunericBattribute FN9 numericRattribute FNLO numeric

gattribute Exito mumeric

é@:tm‘ hute Calificacion {SUSPENSO, APROBADO, NP, SOBRESALTENTE, NOTABLE, 'MATRICULA DE HONOR'}

Bata

Fig.3.4: Archivo en formato arff con los datos quincenales

3.4.5 Reduccién de Datos

En este paso se disminuye el tamafio de los datos, eliminando
caracteristicas redundantes. En este caso no fue necesario ningln

proceso de reduccion de datos.
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IV RESULTADOS

4.1. MEDICION DE NIVELES DE INTERACTIVIDAD
UTILIZANDO EL PROCESO DE ANALISIS JERARQUICO
(AHP)

Como se ha visto en las secciones previas, cada estudiante participando en los
procesos de E-learning y B-learning tiene asociados una serie de atributos o
indicadores relativos a su actividad en el curso virtual. Ahora bien, no todos
los indicadores son igual de importantes a la hora de valorar el nivel de
participacion del estudiante en el curso. Por ejemplo, no es lo mismo
participar en actividades que tienen un reflejo directo en la calificacion (por
ejemplo, entrega de tareas o realizacién de tests de evaluacion) que participar
en tareas en las que no ven ese reflejo directo (por ejemplo, participar en los
foros de debate). Tampoco es lo mismo tener una participacion pasiva en un
foro (por ejemplo, leer mensajes) que tener una participacion mas activa (por
ejemplo, responder a dudas de comparieros o plantear nuevos debates). En
definitiva, a la hora de medir el grado de interactividad del estudiante con el
curso virtual hay diferentes criterios a tener en cuenta. En este caso una

metodologia de decision multicriterio como es la AHP resulta util para la
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obtencion de un solo indice de interactividad a partir de los diferentes
indicadores o criterios seleccionados. Ademas, también permite que
incorporemos apreciaciones u opiniones subjetivas del profesor sobre los
indicadores que pueden resultar mas significativos cuando se trata de medir

este grado de interactividad.

Como ya se comenté al presentar las metodologias a utilizar en esta
tesis, AHP es unatécnica de decision multicriterio propuesta por Saaty (1980)
para resolver problemas complejos de criterios multiples. El proceso requiere
gue quien toma las decisiones proporcione evaluaciones subjetivas respecto
a la importancia relativa de cada uno de los criterios y que después especifique
su preferencia con respecto a cada uno de las alternativas de decisién para
cada criterio. El resultado del AHP es una jerarquizacion con prioridades que

muestran la preferencia global para cada una de las alternativas de decision.

El AHP, mediante la construccion de un modelo jerarquico, permite de
una manera eficiente y grafica organizar la informacion respecto de un
problema, descomponerla y analizarla por partes, visualizar los efectos de
cambios en los niveles y sintetizar.

El AHP consta de cuatro etapas basicas:

1.- Modelizacion del problema.
2.-Evaluacion y priorizacion de alternativas y criterios.
3.- Sintesis del problema.

4.- Andlisis de sensibilidad
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En las préximas secciones, tomando como referencia esas cuatro
etapas basicas, se iran presentando los pasos realizados hasta la
obtencion de un conjunto de pesos que permitiran ponderar los
indicadores de actividad de los estudiantes en el curso virtual. Para ello,
ademas de mostrar el proceso de construccion algebraica, se utilizara el

software Expert Choice, que implementa esta metodologia de decision.

4.1.1. Modelizacién del Problema

El modelo desarrollado tiene como objetivo lograr el objetivo basico de
poder asignar a cada alumno un nivel de interactividad Gnico, calculado
a partir de los diferentes registros de actividad extraidos de la
plataforma Moodle. Todos estos indicadores deben ser facilmente
cuantificables y no tener en cuenta los aspectos de rendimiento
académico, simplemente la actividad.

Con el objetivo de comprobar la eficacia del modelo, se busca su
aplicacion préactica sobre las experiencias de B-learning llevadas a cabo

sobre la plataforma Moodle de la Universidad de Cantabria.

4.1.1.1. Identificacion de jerarquia de criterios
Tal como se ha comprobado en las secciones previas, haciendo
uso de las funciones de administracion de Moodle, el profesor puede

obtener facilmente la siguiente informacion sobre sus estudiantes:
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» Cantidad de mensajes leidos en los foros de discusion o tablones de

anuncios (RM).

» Numero de respuestas dadas a mensajes de otros usuarios (MR).

» Numero de nuevos temas de debate abiertos (ND).

» Numero de dias de actividad, con acceso efectivo a la plataforma

(AD).

» Numero de consultas realizadas a materiales curriculares (RV).

» Numero de suscripciones a foros de discusion (S).

» Numero de lecturas de mensajes e indicaciones de los profesores

(RI).

» Numero de veces en las que se ha participado en consultas o
encuestas planteadas en el curso (PP).

» Numero de ocasiones en las que se ha accedido a pruebas de
evaluacion en la plataforma (ET).

» Numero de tareas entregadas a través de la plataforma (A).

Se decidié organizar jerarquicamente los 10 indicadores anteriores en tres
categorias principales (ver Figura 4.1). La primera se relaciona con aspectos
de interaccion social, basicamente participacion en foros. La segunda
categoria esta relacionada con la interaccion con los materiales y recursos
disponibles en el curso en linea. La Ultima categoria de indicadores se
relaciona con las tareas o actividades propuestas por el profesor a través de la

plataforma.

69



Evaluacion
Interactividad
Interaccion Materiales Actividades y
social Y recursos evaluaciones

[

Fig.4.1: Jerarquia de criterios para elegir la interactividad del

Alternativas

estudiante.

4.1.2. Evaluacion y Priorizacion de Alternativas y Criterios.

Cuando se evalua el nivel de interaccion de un estudiante en un
curso, cada profesor puede tener una percepcion distinta en cuanto a
qué criterios o indicadores son mas significativos. Para ejemplo,
¢podriamos decir que un estudiante ha leido todos los mensajes
enviados a los tablones de anuncios ha tenido un mayor nivel de
interaccidn que otro que, a pesar de no haber leido muchos mensajes,

ha planteado nuevos temas para los debates?

Por ello, se solicitd a los profesores responsables de las dos

asignaturas analizadas que, de manera consensuada, procedieran a
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realizar comparaciones dos a dos de la importancia de los criterios
utilizando la escala de calificacion de Saaty. Los resultados de la
comparacion de los criterios de nivel superior en la jerarquia son los
que se muestran en la Tabla 4.1. Como puede verse, de acuerdo a los
docentes, la interaccion social (actividad en los foros) se considera
como un indicador de mayor relevancia, aunque en un grado moderado
(valores 2 y 3 en la escala Saaty) cuando se trata de medir la evaluacion
de la interaccion de los estudiantes en los cursos on-line. En la matriz
de la Tabla 4.1, por ejemplo, se esta clasificado como 3 la importancia
de la interaccidn social frente a la interaccion con materiales y recursos
del curso. De acuerdo al principio de reciprocidad, esa valoracion
implica que el valor de comparacion entre materiales e interaccion
social sea de 1/3.

» Comparacion de a pares para los criterios

Interaccién Materialesy  Actividades

Social Recursos y
evaluaciones
Interaccién Social | 1 3 2
Materiales y 1/3 1 1/2
Recursos
Actividades y Yo 2 1

evaluaciones
Tabla 4.1: Comparaciones por pares en el primer nivel jerarquico.
Una vez realizadas las comparaciones en el primer nivel, se
realizd el mismo proceso de comparacion de los diferentes subcriterios
que se derivan de los criterios generales de la jerarquia. Las
comparaciones obtenidas se muestran en las Tablas 4.2, 4.3 y 4.4. Por

ejemplo, viendo estos datos podemos descubrir como al comparar la
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importancia otorgada por los profesores a la puesta en marcha de la
nueva debates por el estudiante (ND) con respecto a la simple lectura
de los mensajes (RM), el primer criterio se considera mucho mas

importante (valor 7 en la escala).

RM MR ND
RM 1 1/5 1/7
MR 5 1 1/3
ND 7 3 1

Tabla 4.2: Comparacion por parejas de las alternativas segun el criteriol

AD RV S RI
AD |1 3 1 3
RV | 1/3 1 1/2 1/2
S |1 2 1 3
RI | 1/3 2 1/3 1

Tabla 4.3. Comparacion por parejas de las alternativas segun el criterio 2

PP ET A
PP 1 3 3
ET 1/3 1 1
A 1/3 1 1

Tabla 4.4: Comparacion por parejas de las alternativas segun el criterio 3

Una vez definidas esas tablas, y sus correspondientes matrices
de valores, la metodologia AHP pasa a realizar una valoracion del nivel
de consistencia I6gica de las valoraciones dos a dos proporcionadas y a
deducir unos pesos de ponderacion a partir de las matrices. Ambas

cosas pueden realizarse con el software Expert Choice.
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4.1.3. Sintesis del problema

4.1.3.1. Razdn de Consistencia

El AHP ofrece un método para medir el grado de consistencia
entre las opiniones pareadas que proporciona el decisor. Si el grado
de consistencia es aceptable, puede continuarse con el proceso de
decision. Si el grado de consistencia es inaceptable, quien toma
las decisiones debe reconsiderar y posiblemente modificar sus juicios
sobre las comparaciones pareadas antes de continuar con el analisis. Para
medir la consistencia se considera la razon de consistencia (RC),

considerandose aceptable un valor de RC menor o igual al 10%.

RC <0.10: Consistencia razonable

RC > 0.10: Inconsistencia

El célculo de la razdn de consistencia para las comparaciones se

realiza a partir de la siguiente expresion:

RC_IC
T IA

dondp
IC= [ndice de Consistencia
IA= Indice Aleatorio

El valor de IA se elige segun la siguiente tabla

N° de Elementos

gue se comparan ‘ 1 2 3 4 5 6 7 8 9 10

Indice Aleatorio de

Consistencia (IA) ‘ 0 0O 058 089 111 124 132 140 145 1.49

Tabla. 4.5: Indice Aleatorio de Consistencia

El calculo del IC esta dado por
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/1ma1x_n
n—1

IC =

Donde A,,,.« €s el valor caracteristico de mayor valor absoluto y n
es la dimension de la matriz.

El software Expert Choice realiza automaticamente esos célculos
al mismo tiempo que genera los pesos para cada criterio. Por ejemplo,
la Figura 4.2 muestra como la razdon de consistencia de las
comparaciones de los criterios de primer nivel se sitda en un valor de
0.0087, claramente por debajo de 0.1, por lo que las comparaciones

deben ser aceptadas.

B

Expert Choice  C\Users\PILAR\Documents\tesis06-14\ahp\Para aniv\e-lear.ahp = ﬁ

File Edit Assessment View Go Tools Help
DEH SR ® A
fogmogme = F Y Al

Sotbylane | SatbyPry | Ut | Womafes

Priorities with respect to:
Goal: interactividad
Interacion Social »540 |
Materiales Recursos 163 I

Actividades y Evaluacion
Inconsistency = 0,00877
with 0 missing judgments,

Fig. 4.2: Razon de Consistencia de las alternativas
De igual forma, las Figuras 4.3, 4.4 y 4.5 muestran razones de

consistencia aceptables para las comparaciones del segundo nivel. Estas

razones son de 0.06, 0.04 y 0.00.
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Fig. 4.3: Comparacion por parejas de las alternativas segan el criterio 1
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Fig. 4.4: Comparacion por parejas de las alternativas segun el criterio 2
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Fig. 4.5: Comparacion por parejas de las alternativas segun el criterio 3
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4.1.3.2. Ponderacion de los criterios

Ademas de calcular las razones de consistencia, el software Expert
Choice deduce unos pesos de ponderacion para cada criterio. Existen
varios métodos de ponderacion, el utilizado por Expert Choice consiste
en un proceso iterativo de aproximacion del autovector normalizado
asociado al autovalor dominante. Ese autovalor es el que se utiliza
también para medir el indice de consistencia. En las figuras 4.6, 4.7, 4.8
y 4.9 pueden verse los pesos asignados a cada criterio.

En especial conviene analizar los pesos que se generan a la hora
de evaluar la interaccion social de los estudiantes en los foros. Estos
pesos seran utilizados méas adelante para obtener un indice Unico de
interactividad social para cada estudiante:

e Peso de la lectura de mensajes: 0.072

e Peso de las respuestas a otros mensajes: 0,279

e Pesos de la apertura de nuevos debates: 0,649
Como puede verse, mas del 60% del peso total de esa interaccion social recae
sobre la actividad productora de contenidos en la forma de nuevos debates
abiertos por los estudiantes.
Ahora bien, si se considera la ponderacion global de todos los criterios con
respecto a la medicion de la interactividad total, se deberian multiplicar los
correspondientes pesos de los subcriterios por los pesos de los criterios de
nivel superior, obteniendo entonces los siguientes pesos que muestra la

figura 4.7.
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Fig. 4.7: Pesos relativos de cada criterio

Como se puede ver, los criterios que tienen mayor peso cuando
se trata de evaluar el grado de interactividad son los que corresponden
al inicio de nuevos debates (ND), la participacién en encuestas
propuestas por el profesor (PP) y respuestas a los mensajes y preguntas
propuestas por los compafieros de clase (MR). Cabe destacar que éstos
no tienen ninguna incidencia en la calificacion final obtenida por el
alumno en la asignatura. Puede resultar sorprendente que la
participacion en las discusiones de los foros reciba mayor peso que la
entrega de tareas y evaluaciones. Sin embargo, hay que sefialar que la
realizacion de estas Gltimas actividades se encuentra ya incentivada por
tener un impacto directo en la nota final.

Los pesos finales de todos los criterios se incluyen en la

siguiente tabla:
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RM 0.034
MR 0.132
ND 0.307
AD 0.093
RV 0.030
S 0.086
RI 0.038
PP 0.169
ET 0.056
A 0.056

Tabla 4.6: Pesos de los Criterios

4.1.4. Andlisis de Sensibilidad

Una de las ventajas importantes que presenta el AHP es la
posibilidad de efectuar potentes andlisis de sensibilidad, con el objetivo de
localizar posibles modificaciones en la ordenacion de alternativas ante
variaciones en los pesos de los criterios. La utilizacion del Expert Choice en
la resolucion del problema de decision permite realizar este tipo de analisis de
una forma sencilla y facil de interpretar gracias a la representacion grafica

del problema observamos en la Fig.4.8.

=) Facilitator: Dynamic Sensitivity for nodes below -- Goal:interactividad - oEN

1A

10.4% MR

5% RM

3

%

A

zuﬁl‘:
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Fig. 4.8: Analisis de Sensibilidad
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Los pesos calculados con AHP permitirian, por ejemplo, comparar la
actividad global de los estudiantes. Si los valores de los correspondientes
indicadores son ponderados por los correspondientes pesos y sumados todos
ellos, se obtendria un unico nivel de interactividad en el curso virtual. De
esta manera se podria ordenar a los estudiantes segln su interactividad. El
andlisis de sensibilidad en este caso permitiria experimentar como
cambiaria esa ordenacion si se modifican ligeramente los valores de esos
pesos.

Ademas de aplicarse sobre los indicadores individuales de un
estudiante, estos pesos pueden aplicarse sobre los valores promedios entre
grupos de estudiantes. De esa manera se podrian ordenar los grupos de
acuerdo a su nivel de interactividad con el curso. En la proxima seccion se
realiza precisamente esto sobre los grupos identificados automaticamente

con un algoritmo de clustering.

4.2. APLICACION DE TECNICAS DE MINERIA DE DATOS
SOBRE LOS INDICADORES DEL MODELO B-LEARNING

En esta seccidn se hace uso de un algoritmo de clustering para tratar de
identificar automéaticamente grupos de estudiantes que respondan a patrones
similares en el uso de la plataforma de ensefianza virtual en la experiencia B-
learning (asignatura de Teoria de la Optimizacion). Ademas se desea analizar
si el comportamiento en el curso virtual y su nivel de participacion guardan
alguna relacion con las probabilidades finales de éxito en la asignatura; es
decir, saber si aquellos estudiantes que adoptan posiciones mas activas en el

curso virtual superan con mayor facilidad la asignatura. Como no se sabe a
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priori cuantos grupos diferentes hay se opta por utilizar el algoritmo EM
(Expectation Maximization). Este algoritmo de clustering  encuentra la
méaxima verosimilitud (log-likelihood) mediante un método iterativo. Cada
iteracion se compone de dos pasos: la expectativa (expectation), donde se
calculan las probabilidades de las instancias para conformar los grupos; la
maximizacion, para calcular la distribucién de los parametros. De este modo,
cuanto mayor sea el valor de log-likelihood, los grupos creados pueden
considerarse mejores ya que log-likelihood es la métrica que permite
comparar la calidad de los grupos, para cada ejecucion del algoritmo EM.
Una vez identificados automaticamente los grupos, se utilizaran los
pesos generados con AHP para ordenar los centroides de los grupos de
acuerdo al nivel de interactividad global que tengan asociados. Eso permitira
identificar posteriormente los rasgos caracteristicos de cada grupo. Para hacer
esto se necesita asociar cada uno de los atributos que se utilizaran para la
clasificacion con los criterios que se utilizaron en el modelo AHP. La
siguiente tabla 5.1 muestra esta asociacion. Obsérvese que en alguno de los
criterios no existen atributos seleccionados para los estudiantes que permitan
obtener un valor para el mismo. En el caso de criterios asociados con mas de
un atributo, a la hora de la ponderacion se considerard la media de los

correspondientes atributos.
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Codigo  Descripcion Atributos asociados Peso
RM Cantidad de mensajes leidos FGL, F1L, F2L, F3L, 0.034
en los foros de discusién o F4L
tablones de anuncios

MR NUmero de respuestas dadasa FGR, F1R, F2R, F3R, 0.132
mensajes de otros usuarios FAR

ND Numero de nuevos temas de FGN, FIN, F2N, F3N, 0.307
debate abiertos FAN

AD Numero de dias de actividad, 0.093
con acceso efectivo a la
plataforma

RV Ndmero de consultas 0.030

realizadas a materiales
curriculares

S NUmero de suscripciones a 0.086
foros de discusion
RI NUomero de lecturas de FNL 0.038

mensajes e indicaciones de
los profesores

PP NUmero de veces en las que se 0.169
ha participado en consultas o
encuestas planteadas en el
Curso

ET NUmero de ocasiones en las T1,T2, T3, T4 0.056
gue se ha accedido a pruebas
de evaluacion en la
plataforma

A NUmero de tareas entregadas TR 0.056
a través de la plataforma

Tabla.5.1: Criterios asociados con los atributos

A.- Actividades con el Algoritmo EM en el sistema B-learning

Como primer andlisis se realizd un agrupamiento de estudiantes
tomando como referencia 28 atributos para cada uno de ellos. En este caso a
los atributos seleccionados e indicados previamente se le afiadieron tres
atributos relacionados con la participacién en actividades presenciales en
laboratorio de computo (LC1, LC2 y LC3) y los resultados de 4 pruebas de
evaluacion presenciales (TC1, TC2, TC3, TC4). Esos 7 atributos hacen

referencia a rendimiento académico de los estudiantes pero no tanto a su nivel
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de participacion en el curso virtual de la asignatura. En definitiva, esos 7
atributos adicionales fueron utilizados para realizar el clustering de los
estudiantes pero no para obtener un nivel de participacion en el curso
representativo de cada grupo.

En la Figura 5.1 aparece el resultado del proceso de clustering realizado
con el algoritmo EM de Weka. Como puede apreciarse, el algoritmo
identificé de forma automatica 5 grupos de estudiantes. En esa figura se
muestran los valores promedio de todos los atributos para los 5 grupos
encontrados. Como indicador de calidad del algoritmo, se puede sefialar que
el valor de log-likelihood fue de 29.38892.

En cuanto al reparto de los estudiantes en los grupos, el primero de ellos
estd formado por 16 instancias (estudiantes), el segundo por 24 instancias,
el tercero por 110 instancias, el cuarto por 7 instancias y el ultimo, que ademas

es el mas nimeros con el 50% de los estudiantes, por 154 instancias.
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Cluster a 1 2 3 4

MN* de 16 [5%6) 24 [B%5) 110 [25%) 7 [235) 154 [50%)
Estudiantes

T1 0.7011 0.7434 0.7933 0.849%9 0.6303
T2 0.7448 0.7518 0.850%9 0.8994 0.6524
LE 0.6751 0.7198 0.723 0.8652 0.628
T4 0.6392 0.7182 0.8217 0.7857 0.671
LC1 0.5356 0.5365 04573 0. 729 0.2595
LCz 0.4044 0.416 0.373 0.7651 0.2291
LC=Z 0.4577 0.2548 0.2689 0.5157 0.327
TR 0.9072 0. 7092 0.4572 0. 7144 0.6149
TC1 0.5956 0.5133 0.516%9 0.775 0.27ES
TC2 04044 0.416 0.373 0.7651 0.2291
TC3 0.3186 0.3138 0.2488 0.6303 0.2008
TC4 0.7229 0.658 0.5245 09222 0.4966
FML 0.1984 0.1274 0.2274 0.2735 0.029
FGR 0.1665 0.0151 0.0397 0.0835 0.001%9
FGM 0.2476 0.081 0432 0.05232 0.0101
FGL 0.4573 0.1335 0.1745 0.4096 0.0253
FiL 0.1278 0.1808 0.2565 0.2247 0.0693
F2L 0.1588 0.2576 0.1546 0.5243 0.0895
F3L 0.118 0.058321 0.107%8 0.2997 0.0265
F4L 0.2377 0.1154 0.1502 0.2622 0.0417
F1R 0.1228 0 0 [} 0

FZR 0.1437 0.2523 0.2833 0.0034 0

FZR 0.2105 0.0046 [} 0.4533 0

F4R 0.3057 0.008 a 0.2204 a

F1M 0.1228 0 [} [} 0

F2M 0.2341 0 [} [} 0

F3M 0.1548 0.0076 [} [} 0

F4M 0.1574 0.0035 [} [} 0

Fig.5.1. Actividades con el algoritmo EM

A la vista de los valores medios de los diferentes atributos en cada

grupo, se pueden intuir una serie de caracteristicas destacables de cada

grupo. Ademaés, tomando como referencia esos valores medios y la

vinculacion con los criterios del modelo AHP, se podria obtener un

indicador Unico de nivel de actividad para cada grupo a partir de la siguiente

férmula;

NA = 0.034*Promedio(FGL,F1L,F2L,F3L,FAL) +
0.132*Promedio(FGR,F1R,F2R,F3R,F4R) +
0.307*Promedio(FGN,F1N,F2N,F3N,F4N) +

0.038*FNL + 0.056*Promedio(T1,T2,T3,T4) + 0.056*TR
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Haciendo uso de esta férmula sobre los centroides de cada grupo, la
actividad virtual global de cada uno de ellos es la que se muestra a

continuacion:

Nivel de actividad virtual del Cluster O 0,1860
Nivel de actividad virtual del Cluster 1 0,1066
Nivel de actividad virtual del Cluster 2 0,1199
Nivel de actividad virtual del Cluster 3 0,1410
Nivel de actividad virtual del Cluster 4 0,0741

Como puede observarse, hay dos grupos que destacan por tener un
nivel de actividad virtual mas alta que el resto: los clusteres 0 y 3. Si se
comparan los valores de los indicadores de actividades presenciales en
ambos grupos, se observa como los estudiantes del cluster 3 tienen valores
mas altos en los resultados de las actividades en el laboratorio de computo
(LC1, LC2, LC3) yen las pruebas de evaluacion presenciales de cada bloque
tematico (TC1, TC2, TC3, TC4).

El grupo méas numeroso, el cluster 4, corresponde también con el que
tiene un nivel de actividad virtual mas bajo. Los resultados de actividades
presenciales en este grupo son también mas bajos que en el resto.

A la vista de todos los valores obtenidos se podria decir que las

caracteristicas de los diferentes grupos obtenidos serian las siguientes:

Grupo 0: Este grupo estd formado por un 5% de los estudiantes. Son
estudiantes con alta participacion en las actividades propuestas a través del
curso virtual. En especial son los que mas participan en los foros
respondiendo a consultas de los compafieros, pero también iniciando nuevos

debates. Podriamos decir, por tanto, que responden a un perfil de estudiantes
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“Socializadores”. Sus resultados académicos son también buenos aunque no

al nivel de otros grupos.

Grupos 1y 2: Estos dos grupos responden a un perfil muy similar. En el
primero se encuentran un 8% de los usuarios, mientras que en el segundo se
situan el 35%. Ambos grupos se caracterizan por un nivel de participacion
medio en las actividades virtuales, por la poca actividad creativa en los foros,
ya que apenas responden a mensajes o crean hilos de debate nuevos. Su
rendimiento académico no se puede considerar malo pero su actividad virtual
no es la 6ptima. Podriamos caracterizar a estos estudiantes como “Medios 0
Grises”. Quizas los del grupo 1 obtienen unos resultados ligeramente
mejores que los del grupo 2, pero en cambio, los del grupo 2 parecen estar
mas pendientes de los mensajes que se publican en los foros, con unos
niveles de lectura ligeramente superiores. Estas ligeras diferencias pueden
justificar que el algoritmo los haya separado en dos grupos diferentes, pero

realmente el perfil de todos ellos es muy similar.

Grupo 3: En este grupo se encuentra un pequefio porcentaje de los
estudiantes (un 2%). Son estudiantes con un buen nivel de participacion en
las actividades virtuales, especialmente en los foros. Ademéas Ilo
complementan con unos muy buenos resultados en las actividades
presenciales, destacando claramente de los estudiantes del resto de grupos.
Es por ello que podriamos considerar a este pequefio grupo de estudiantes

como “Lideres”.
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Grupo 4: En este cluster se encuentra el grupo mas numeroso de estudiantes,
con un 50% de los inscritos en la asignatura. Parece que acceden a la
plataforma Unicamente en momentos puntuales, por ejemplo para realizar
tests o para entregar tareas. Practicamente no participan en los foros
tematicos, ni leyendo los mensajes ni haciendo nuevas aportaciones. Los
resultados académicos en promedio tampoco son destacados. En definitiva,
se podria considerar a este grupo como estudiantes “Desmotivados”, que no
encuentran un suficiente incentivo para participar regularmente en el curso

virtual o que no estan lo suficientemente implicados en la asignatura.

La siguiente figura 5.2 muestra el reparto de los estudiantes en los 5 grupos
generados por el algoritmo EM vy los 4 perfiles de estudiantes que se podrian

identificar a partir de las caracteristicas de cada clUster.

Rasgos de Comportamiento

S

Cluster 0 Claster 1 Claster 2 Cluster 3 Claster 4

MLlideres M Medioo Gris MDesmotivados M Socializadores

Fig.5.2: Rasgos segun actividades con el algoritmo EM en el sistema B-
learning
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B.- Andlisis de la actividad social de los estudiantes en los foros con el

algoritmo SimpleK-Means

Como segundo andlisis se plantea la identificacion de patrones de
comportamiento de los estudiantes en los foros de debate habilitados en la
asignatura. En estos foros los estudiantes podian realizar basicamente tres
tipos de actividades: leer mensajes, responder a mensajes de otros usuarios, 0
iniciar nuevos debates. Diversos estudios sobre interaccion de usuarios en
foros o en redes sociales sugieren la clasificacion de cuatro tipos de usuarios:

1. Inactivos
2. Pasivos
3. Activos

4. Colaborativos

Globalmente, la clasificacion anterior esta planteada segun el nivel de

participacion, de menor a mayor participacion.

Con objeto de poder identificar esos perfiles entre los estudiantes de la
asignatura, se opté por aplicar técnicas de clustering pero utilizando
unicamente las variables de participacion en los espacios de interaccion social
(foros) y no aquellas relacionadas con actividades planificadas y programadas
por el profesor como son la entrega de tareas, actividades en laboratorios,
realizacion de tests de evaluacion. En concreto, los 16 atributos relacionados

con la actividad en los foros son:
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e Atributos de lectura de mensajes: FNL, FGL, F1L, F2L, F3L, F4L
e Atributos de respuestas a mensajes: FGR, F1R, F2R, F3R, F4R

e Atributos de generacion de nuevos hilos: FGN, FIN, F2N, F3N,

FAN.

Teniendo en cuenta que en este caso de antemano queremos identificar
cuatro grupos de estudiantes, se recurrird a la utilizacion de un algoritmo de
clustering sencillo y rapido de ejecucidn que necesita como parametro ese
namero de grupos: el algoritmo Simple k-Means.

Por otro lado, para ordenar los grupos de acuerdo a un nivel global de
interactividad social, se utilizaran los pesos obtenidos con el modelo AHP
para valorar los diferentes criterios. En concreto, los pesos son:

e Peso de la lectura de mensajes: 0.072
e Peso de las respuestas a otros mensajes: 0,279

e Pesos de la apertura de nuevos debates: 0,649

Con estos pesos, el indicador global de actividad social de cada
estudiante o grupo se calcularia con la siguiente formula:
AS = 0.072*promedio(FNL,FGL,F1L,F2L,F3L,FAL) +
0.279*promedio(FGR,F1R,F2R,F3R,F4R) +

0.6449*promedio(FGN,F1N,F2N,F3N,F4N)

En la figura 5.3. se muestra el resultado usando el algoritmo SimpleK-

Means divide los estudiantes en 4 grupos. En cuanto al reparto de los
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estudiantes en los grupos, el primero de ellos estd formado por 41 instancias
(estudiantes), el segundo por 249 instancias, el tercero por 48 instancias, y
el ultimo, que ademas es el menor nimero con 4 instancias (estudiantes). Tal

como Se muestra a continuacion:

Cluster 0 1 2 3

N° de (41) (12%) 249 (73%) 48 (14%) 4 (1%)
Estudiantes

FNL 0.1266 0.0239 0.0919 0.5994
FGR 0.043 0.0095 0.0883 0.561
FGN 0.0461 0.0174 0.2685 0.36110
FGL 0.2713 0.0312 0.1026 0.0785
F1L 0.25 0.0409 0.1037 0.4927
F2L 0.1089 0.0206 0.0867 0.5429
F3L 0.164 0.019 0.1139 0.8027
F4L 0.0757 0.0079 0.0332 0.6027
FIR 0.0803 0.0123 0.0711 0.3529
F2R 0.0189 0.0048 0.0766 0.4919
F3R 0.021 0.0016 0.0458 0.4
F4R 0.0163 0.0033 0.0278 0.5
FIN 0.0366 0.0241 0.0938 0.125
F2N 0 0 0.3542 0.375
F3N 0 0 0.3229 0.125
F4N 0 0.004 0 0

Fig. 5.3: Foros con el algoritmo SimpleK-Means en el sistema
B-learning

Igualmente haciendo uso de la formula anterior sobre los centroides

de cada grupo, en foros global de cada uno de ellos es la que se muestra a

continuacion:

Nivel de actividad virtual del Cluster 0 0,0326
Nivel de actividad virtual del Cluster 1 0,0093
Nivel de actividad virtual del Cluster 2 0,1577
Nivel de actividad virtual del Cluster 3 0,2933
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Como puede observarse, el grupo que con el nivel de actividad social
que destacan es el claster 3 mas alta que el resto; se observa como los
estudiantes en este grupo tienen mayor participacion en los mensajes leidos
(FNL,F1L,F2L,F3L,F4L), y en las respuestas a otros mensajes
(FGR,F1R,F2R,F3R,F4R) .

El segundo grupo con actividad social més alta es el correspondiente al
Cluster 2, pero con buenos niveles de lectura de mensajes y participacion en
debate nuevo; sin embargo con poca participacion de colaboracion a través
de respuestas a compafieros.

El grupo mas numeroso, el cluster 1, corresponde también con el que
tiene un nivel de actividad social mas bajo. Los resultados de la
participacion en los foros en este grupo son también mas bajos que en el
resto.

A la vista de todos los valores obtenidos se podria decir que las

caracteristicas de los diferentes grupos obtenidos serian las siguientes:

Grupo 0: Este grupo esta formado por un 12% de los estudiantes con poca
participacion en los foros leidos, respondidos a consultas de los compafieros,
pero nula en nuevos debates. Podriamos decir, por tanto, que responden a un

perfil de estudiantes “Pasivos”.

Grupo 1: En este cluster se encuentra el grupo mas numeroso de

estudiantes, con un 73% de los inscritos en la asignatura, participacion medio

en las actividades sociales, por la poca actividad creativa en los foros, ya que
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apenas responden a mensajes o crean hilos de debate nuevos. Podriamos

caracterizar a estos estudiantes como “Inactivos”.

Grupo 2: Este grupo esta constituido por un 14% estudiante con actividad
social alta, Es por ello que podriamos considerar a este pequefio grupo de
estudiantes como “Activos” pero con buenos niveles de lectura de mensajes
y de colaboracidn a través de respuestas a compafieros; sin embargo no han

planteado ningin debate nuevo.

Grupo 3: En este grupo se encuentra un pequefio porcentaje de los
estudiantes (un 1%) con el nivel de actividad social mas altos, con buenos
niveles de lectura de los mensajes de los foros y de respuesta a mensajes de
compafieros, pero sobre todo con alto nivel en el planteamiento de nuevos
hilos de debate. Este grupo corresponde, por tanto al perfil de estudiantes

Colaborativos.

La siguiente figura 5.5 muestra el reparto de los estudiantes en los 4 grupos
generados por el algoritmo Simplek-means y los 4 perfiles de estudiantes

que se podrian identificar a partir de las caracteristicas de cada cluster.
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Rasgos de comportamiento

100%

80%

60%

40%

20%

PP

Cluster 0 Cluster 1 Cluster 2 Cluster 3

0%

M Inactivos M Activos [ Colaborativos M Pasivos

Fig.5.4: Rasgos de comportamiento de estudiantes segun su nivel de

participacion en los foros.

C.- Analisis temporal de la actividad social de los usuarios: clustering con el

algoritmo SimpleK-Means sobre la actividad quincenal.

En esta seccidn se tratara de analizar la evolucion de los rasgos de
comportamiento de los estudiantes con respecto a la participacion en los
foros a medida que avanza el desarrollo de la asignatura. Para ello se
utilizaran indicadores de actividad social por quincenas. Para cada una de
las quincenas en las que se divide el curso se cuenta con tres atributos de
cada estudiante:

1. Ndmero de mensajes leidos en la quincena.
2. Numero de respuestas a otros mensajes en la quincena.

3. Numero de nuevos mensajes creados en la quincena.

92



A partir de esos tres atributos se puede generar un nivel de actividad
social de la quincena mediante la expresion resultante de ponderar los
atributos con los pesos obtenidos en el modelo AHP, es decir:

AS(K) = 0.072*FLk + 0.279*FRy + 0.6449*FNy

siendo k el nimero de quincena.

De nuevo, al buscarse la clasificacion en las cuatro categorias de
usuarios anteriores (inactivos, pasivos, activos y colaborativos) se usa el
algoritmo Simple k-Means indicando que construya 4 grupos.

En las proximas secciones se presentan los resultados obtenidos en

cada una de las quincenas.

1.- Primera Quincena

En la primera quincena se observa un agrupamiento un tanto especial
ya que el 71% de los estudiantes son asignados a un Cluster con valores
muy bajos en los atributos. Se puede entender al ser las dos primeras
semanas de la asignatura con bastantes estudiantes que aun no toman
actitudes realmente de trabajo en la asignatura, algunos otros que estan ain
regularizando su situacién administrativa en el inicio del semestre y otros
que simplemente se toman unos dias mas relajados tras salir del periodo
de exadmenes con el que se cerraba el semestre precedente. En concreto la
composicion de los 4 grupos creados es la que se recoge en la siguiente

tabla:
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Cluster#

Attribute Full Data a 1 2 3

(342) (243) {23) {89) {7
FL1 0.0801 0.0277 0.2007 0.173 0.5865
FR1 0.0327 0.0034 0.20987 0.058 0.2185
FN1 0.0385 1] 0.5435 1] 1]

Clustered Instances

243 { 71%)
23 [ 7%)
§9 [ 20%)

70 2%)

i}
1
2
3

Participacion en los foros durante la lera quincena

|4 Weka Clusterer Visualize: 16:57:28 - SimplekMeans (a.. = o lEN

A FLL (M) w | PR ()
Colour: Cluster (Nom) w | Palyine
S Clear: Open Save Stber J
Plot: actividad_foros_estudantes.arff-weka. fiters atirbute. 3 0-T0....
’ RGNS
SRR
: R
P pee
Ty « BE
OB

Class colous

Clustering visual
Tomando como referencia los centroides de cada grupo, puede
calcularse la actividad social promedio durante la primera semana AS(1)

para los 4 grupos:

Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL1 0,0277 0,2007 0,173 0,5865
FR1 0,0034 0,2097 0,058 0,2185
FN1 0 0,5435 0 0
AS(1) 0,0029 0,4235 0,0286 0,1032
Perfil Inactivos Colaborativos Pasivos Activos

Actividad social y perfil en la lera quincena

El grupo con el nivel de actividad social mas alto es el Cluster 1,

formado por 23 estudiantes (un 7% del total) con buenos niveles de lectura
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de los mensajes de los foros y de respuesta a mensajes de comparieros, pero
sobre todo con alto nivel en el planteamiento de nuevos hilos de debate. Este
grupo 1 corresponde, por tanto al perfil de estudiantes Colaborativos. El
segundo grupo con actividad social mas alta es el correspondiente al Cluster
3, este es por tanto el grupo de estudiantes que responden a un perfil Activo.
Se trata de un grupo pequefio, con solo 7 estudiantes (un 2% del total) pero
con buenos niveles de lectura de mensajes y de colaboracion a través de
respuestas a comparieros; sin embargo no han planteado ningun debate nuevo.
Siguiendo con el orden de mayor a menor nivel de actividad social, el
siguiente grupo corresponderia al perfil de estudiante Pasivo. En este caso se
trata del Cluster 2, con 69 estudiantes (un 20% del total) con cierta actividad
de lectura de mensajes pero practicamente nula actividad de creacion de
contenido en forma de nuevos mensajes 0 respuestas a mensajes de
compafieros. Finalmente, como ya se comentd, el grupo con nivel de actividad
mas bajo es el Cluster 0, con 243 estudiantes (71% del total) que
practicamente no accedieron a los foros. Estos estudiantes son los que

responden a un perfil Inactivo.

2.- Segunda Quincena

El anélisis realizado en la primera quincena se replica exactamente
igual en las restantes quincenas del semestre en el que se impartio la
asignatura. A continuacion se recogen los resultados correspondientes a la

segunda quincena:
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Cluster#

Attribute Full Data a 1 2

(342) (304) {7 {31)
FLZ2 0.0466 0.0315 0.2422 0.1502
FR2 0.0223 0.0047 0.3963 0.1103
FH2 0.0541 a a 0.53968

Clustered Instances

] 304 ( B9%)
1 T 2%)
2 31 { 9%)

Participacion en los foros durante la 22 quincena

| o) Weka Clusterer Visualize: 17:17:30 - SimpleKMeans (.. — = HESN |

¥z PLZ (Piam)
Colger | Chugher (Fiom)

G open |[Sawe] atier

Plods aciivdiaed_foros_

w | | ¥ PRZ Q) w
w || Belect Insiance -

o p— i .0-T0,

Class. Coking

clusterl clusterd

Clustering visual

La actividad social y perfiles de los grupos es la que se muestra a

continuacion:

Atributos Cluster 0 Cluster 1 Cluster 2

FL2 0,0315 0,2422 0,1502
FR2 0,0047 0,3963 0,1103
FN2 0 0 0,5968
AS(2) 0,0036 0,1280 0,4265
Perfil Inactivos Activos Colaborativos

Actividad social y perfil en la 2da quincena

El grupo de mas alto nivel de actividad social son estudiantes

Colaborativos es el correspondiente al Cluster 2, que agrupa a 31 estudiantes
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(9%). Estos son los unicos estudiantes que plantearon nuevos mensajes en los
foros. En un segundo nivel de actividad se considera estudiantes Activos se
encuentra el Cluster 1, con 7 estudiantes (2%) con buenos niveles de lectura
y de respuestas a mensajes de compafieros. De nuevo, el grupo con menor
indice de actividad global es el Cluster 0 con 304 estudiantes Inactivos
durante la quincena. Son estudiantes con un nivel de acceso a los foros muy

pequerio.

3.- Tercera Quincena

En tercera quincena los resultados obtenidos son los que se muestran a

continuacion:

Cluster#
Artribute Full Data a 1 2 3
{342} {4) {230) {21) {(27)
FL3 0.0588 0.8027 0.0228 0.2963 0.1514
FR3 0.0148 0.4 0.0029 0.0452 0.0&a2
FH3 0.0468 0.125 0 0 0.5741

Clustered Instances

[EURN N R S - |
[o%]
[¥el
[}

B
[u]
o
oo

Participacion en los foros durante la 32 quincena
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|4 Weka Clusterer Visualize: 17:23:48 - SimpleKMeans (a. = © HEM

Pat: actividsd _foros Hli\MH.l’ﬂﬁkﬂ.“m!.ni’Vﬁlﬂdm ﬂlwl\mo.r:wm:\:‘h.:&ﬂ.:
P
B
E -.
T
m 8
« B .
Clustering visual
Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL3 0,8027 0,0228 0,2963 0,1514
FR3 0,4 0,0029 0,0452 0,062
FN3 0,125 0 0 0,5741
AS(3) 0,2500 0,0025 0,0339 0,3984
Perfil Activos Inactivos Pasivos Colaborativos

Actividad social y perfil en la 3era quincena

El grupo de mas alto nivel de actividad social estudiantes
Colaborativos es el correspondiente al Cluster 3, que agrupa a 27 estudiantes
(8%). Estos son estudiantes que plantearon nuevos mensajes en los foros, asi
como los foros leidos y respondidos. En un segundo nivel de actividad
estudiantes Activos se encuentra el Cluster 0, con 4 estudiantes (1%) con
buenos niveles de lectura, respuestas a mensajes de comparieros y creacion a
nuevos mensajes. Siguiendo con el orden de mayor a menor nivel de actividad
social, el siguiente grupo corresponderia al perfil de estudiante Pasivo. En
este caso se trata del Cluster 2, con 21 estudiantes (un 6% del total) con cierta
actividad de lectura de mensajes pero practicamente nula actividad de
creacion de contenido en forma de nuevos mensajes 0 respuestas a mensajes

de comparieros. De nuevo, el grupo con menor indice de actividad global es
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el Cluster 1 con 390 estudiantes (85%) considerandose estudiantes Inactivos
durante esta quincena son estudiantes con un nivel de acceso a los foros muy

pequerio.

4.- Cuarta Quincena

Clusters
Attribute Full Data 1] 1 2 3
(342) (5) (15) (280) [42)
FL4 0.0266 0.511% 0.0851 0.0048 0.0941
FR4 0.0141 0.4333 0.1778 a a
FH4 0.0029 0.2 [u] [u] [u]

Clustered Instances

5 { 1%)
15 ( 4%)
280 { 82%)
42 ( 12%)

W D

Foros en la 4ta quincena

|2| Weka Clusterer Visualize: 17:23:48 - SimpleKMeans (a.. — &

[x: FL4 (uum) ~ | [ RS fomy vl

‘Cc\uur: Cluster (Nom) - | ‘ Select Instance - |
I

Plot: actividad_foros_e ff-weka, fiiter vised.attribute, lize-51.0-T0....
®

Clustering visual

Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL4 0,5119 0,0851 0,0046 0,0941
FR4 0,4333 0,1778 0 0
FN4 0,2 0 0 0
AS(2) 0,2867 0,0557 0,0003 0,0068
Perfil Colaborativos Activos Inactivos Pasivos

Actividad social y perfil en la 4ta quincena
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En la 4ta quincena el grupo de mas alto nivel de actividad social son
estudiantes Colaborativos es el correspondiente al Cluster 0, que agrupa a 5
estudiantes (1%), estos son estudiantes que plantearon nuevos mensajes, y
con buenos niveles en los foros, leidos y respondidos. En un segundo nivel
de actividad estudiantes Activos se encuentra el Cluster 1, con 15 estudiantes
(4%) con buenos niveles de respuestas a mensajes de comparieros y lectura
de mensajes pero practicamente nula actividad de creacion de contenido en
forma de nuevos mensajes. El siguiente grupo corresponderia al perfil de
estudiante Pasivo. En este caso se trata del Cluster 3, con 42 estudiantes (un
12% del total) con cierta actividad de lectura de mensajes pero directamente
nula actividad de creacion de contenido en forma de nuevos mensajes o
respuestas a mensajes de comparieros. De nuevo, el grupo con menor indice
de actividad global es el Cluster 2 con 280 estudiantes (82 %) considerandose
estudiantes Inactivos durante esta quincena son estudiantes con un nivel de
acceso a los foros leidos muy pequefio pero nula en los mensajes nuevos y

respondidos.

5.- Quinta Quincena

Cluster#
IRttribute Full Data a 1 2 3

(342) (12) (283) (36) {5}
FLS 0.0312 0.0938 0.0091 0.1048 0.5299
FRS 0.02 0.1574 0.0006 0.0301 0.55
FNS 0.0117 0.125 o i 0.35

Clustered Instances

2 { 35%)
{ &83%)
& { 11%)
5 { 1%)

W R PO
1=
wom
w

Foros en la 5ta quincena
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(2] Weka Clusterer Visualize: 17:46:40 - SimpleKMeans (a.. — =

Xz FLS (Num) v || Y FRS (Num)

Eolour: Cister (Nom) v || select Instance
Clear Open Save .

Plot: actividad_foros_estudiantes.arfF-weka. fite

clusterz

Clustering visual

Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
0,0938 0,0091 0,1048 0,5299
0,1574 0,0006 0,301 0,55
FN5 0,125 0 0 0,35
AS(5) 0,1313 0,0008 0,0915 0,4173
Perfil Activos Inactivos Pasivos Colaborativos

Actividad social y perfil en la 5ta quincena

En esta 5ta quincena el grupo de mas alto nivel de actividad social son
estudiantes Colaborativos es el correspondiente al Cluster 3, que agrupa a 5
estudiantes (1%), estos son los estudiantes con buen niveles de participacion
a los mensajes leidos, respuestas a mensajes de compafieros que plantearon y
nuevos mensajes en los foros, leidos y respondidos. En un segundo nivel de
actividad estudiantes Activos se encuentra el Cluster 0, con 18 estudiantes
(5%) con alta participacion a los mensajes leidos, respuestas a mensajes de
compafieros y nuevos mensajes. El siguiente grupo corresponderia al perfil
de estudiante Pasivo. En este caso se trata del Cluster 1, con 283 estudiantes
(un 83% del total) con cierta actividad de lectura de mensajes, respuestas a
mensajes de compafieros, pero practicamente nula actividad de creacién de

contenido en forma de nuevos mensajes. El grupo con menor indice de
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actividad global es el Cluster 2 con 36 estudiantes (11 %) considerandose
estudiantes Inactivos durante esta quincena son estudiantes con un nivel de
acceso a los foros leidos muy pequefio pero nula en los mensajes nuevos y

respondidos.

6.- Sexta Quincena

Cluster#
Attribute Full Data i 1 2 3
(342) {2) {2835) {38) {17)
FL& 0.0407 0.983 0.0127 0.1443 0.1668
FR& 0.0259 0.6429 a.o022 0.02e5 0.2157
Fll& 0.0497 i i a 1
Clustered Instances
a 2 [ 1%}
1 285 { 23%)
2 38 ( 11%)
3 17 { 5%)
Foros en la 6ta quincena
2] Weka Clusterer 178509 - o - °IEN|
X1 PUG (ham) w | 1 PR () |\.. |
Pigk: um_bn_mm.-Hm.nwm.;:u.mmm.o-m.: !
SN
B .
B
e o
B
— m. '
[ ul
Clustering visual
Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3 \
FL6 0,983 0,0127 0,1443 0,1668
FR6 0,6429 0,0022 0,0865 0,2157
FN6 0 0 0 1
AS(6) 0,2501 0,0015 0,0345 0,7171
Perfil Activos Inactivos Pasivos Colaborativo
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En esta 6ta quincena el grupo de mas alto nivel de actividad social son
estudiantes Colaborativos es el correspondiente al Cluster 3, que agrupa a 17
estudiantes (5%), estos son los estudiantes que plantearon nuevos mensajes
en los foros, leidos y respondidos. En un segundo nivel de actividad
estudiantes Activos se encuentra el Cluster 0, con 2 estudiantes (1%) con
buenos niveles de mensajes leidos, respuestas a mensajes de comparieros pero
nulo en los nuevos mensajes. El siguiente grupo corresponderia al perfil de
estudiante Pasivo. En este caso se trata del Cluster 2, con 38 estudiantes (un
11% del total) con cierta actividad de lectura de mensajes, respuestas a
mensajes de compafieros, pero practicamente nula actividad de creacién de
contenido en forma de nuevos mensajes. Igualmente, el grupo con menor
indice de actividad global es el Claster 1 con 285 estudiantes (83 %)
considerandose estudiantes Inactivos durante esta quincena son estudiantes
con un nivel de acceso a los foros leidos muy pequefio y respondidos, pero

nula en los mensajes nuevos.

7.- Septima Quincena

Cluster#

Attribute Full Data 0 1 2 3

(342) (20) (283) (23) (16)
FL7 0.04 0.132 0.0103 0.1565 0.2836
FR7 0.0261 0.2 0.0024 0.01 0.25
FNT 0.0468 0 0 0 1

Clustered Instances

20 ( 6%)
283 ( e3%)
23 ( TH)

{

0
1
2
3 16 5%)

Foros en la 7ma quincena
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-_-uwaa Clusterer Visualize: 18:00:17 - Si (a. = o IEl

¥z L7 (hum) w | ¥ FR7 (Mum)
Colour: Chuster (o) v || Setect Irstance
Cear Cpen Save e

Plot: actividad_foros_estudiantes. arff-weka. fiters.unsupervised  attribute. Nomalze -5 1.0-T0.....

o e

RSN

s

_" B
Clustering visual

Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL7 0,132 0,0103 0,1565 0,2836
FR7 0,2 0,0024 0,01 0,25
FN7 0 0 0 1
AS(7) 0,0653 0,0014 0,0141 0,7351
Perfil Activos Inactivos Pasivos Colaborativos

Actividad social y perfil en la 7ma quincena

En esta 7ma quincena el grupo de mas alto nivel de actividad social son
estudiantes Colaborativos es el correspondiente al Cluster 3, que agrupa a 16
estudiantes (5%), estos son estudiantes que participaron en los mensajes
leidos y respondidos. En un segundo nivel de actividad se considera
estudiantes Activos se encuentra el Cluster 0, con 20 estudiantes (6%) con
buenos niveles de mensajes leidos, respuestas a mensajes de compafieros pero
nulo en los nuevos mensajes. El siguiente grupo corresponderia al perfil de
estudiante Pasivo. En este caso se trata del Cluster 2, con 23 estudiantes (un
7% del total) con cierta actividad de lectura de mensajes, respuestas a
mensajes de compafieros, pero practicamente nula actividad de creacion de
contenido en forma de nuevos mensajes. Igualmente, el grupo con menor
indice de actividad global es el Cluster 1 con 283 estudiantes (83 %)

considerandose estudiantes Inactivos durante esta quincena son estudiantes
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con un nivel de acceso a los foros leidos muy pequefio y respondidos, pero

nula en los mensajes nuevos.

8.- Octava Quincena

Clusters
Attribute Full Data a 1 2 3
{342) {17} {237) (56) (32)
FL8 0.0&%&6 0.2887 0.0182 0.1353 0.2185
FRE 0.0561 0.2843 0.0094 0.0738 0.25
FNg2 0.04 a a [i] 0.4271
Clustered Instances
0 17 ( 5%)
1 237 ( 69%)
2 56 ( 16%)
3 32 { 9%)
Foros en la 8va quincena
(2] Weka Clusterer Visualize: 18:04:03 - SimpleKMeans (a.. — &
X: FL8 (Num) ~ | ¥: FR8 (Num) -
Colour: Cluster (Nom) ~ | Select Instance -
Clastering visual
Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL8 0,2887 0,0182 0,1353 0,2185
FR8 0,2843 0,0094 0,0738 0,25
FN8 0 0 0 0,4271
AS(8) 0,1001 0,0039 0,0303 0,3609
Perfil Activos Inactivos Pasivos Colaborativos

Actividad social y perfil en la 8va quincena

En esta 8va quincena el grupo de mas alto nivel de actividad social son

estudiantes Colaborativos es el correspondiente al Cluster 3, que agrupa a 32
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estudiantes (9%), estos son estudiantes que plantearon nuevos mensajes en
los foros, leidos y respondidos. En un segundo nivel de actividad estudiantes
Activos se encuentra el Cluster 0, con 17 estudiantes (5%) con buenos niveles
de mensajes leidos, respuestas a mensajes de comparieros pero nulo en los
nuevos mensajes. El siguiente grupo corresponderia al perfil de estudiante
Pasivo. En este caso se trata del Cluster 2, con 56 estudiantes (un 16% del
total) con cierta actividad de lectura de mensajes, respuestas a mensajes de
compafieros, pero practicamente nula actividad de creacion de contenido en
forma de nuevos mensajes. Igualmente, el grupo con menor indice de
actividad global es el Cluster 1 con 237 estudiantes (69 %) considerandose
estudiantes Inactivos durante esta quincena son estudiantes con un nivel de
acceso a los foros leidos muy pequefio y respondidos, pero nula en los

mensajes nuevos.

9.- Novena Quincena

Cluster#

Attribute Full Data [u] 1 2 3

(342) (263) (3) {14) (82)
FL3 0.0229 0.0004 0.7265 0.1731 0.0502
FRS 0.0029 1} 0.3333 1} a
FNg 4] 1} a 1} a
Clustered Instances
a 263 ( 77%)
1 3 { 1%)
2 14 { 4%)
3 &2 { 18%)

Foros en la 9na quincena
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| Wieka Clusterer Vi

ize: 18:10:37 - i)

Plot: actividad_foros_sstuckantes. ar ff-weka. fiters.unsupervised. attribute | .. amn
- B
e

Clustering visual
tributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL9 0,0004 0,7265 0,1731 0,0502
FR9 0 0,3333 0 0
FN9 0 0 0 0
AS(9) 0,0000 0,1453 0,0125 0,0036
Perfil Inactivos Colaborativos Activos Pasivos

Actividad social y perfil en la 9na quincena

En esta 9na quincena el grupo de mas alto nivel de actividad social son
estudiantes Colaborativos es el correspondiente al Cluster 1, que agrupa a 3
estudiantes (1%), se considera a este grupo estudiantes con un nivel de acceso
alta en los mensajes leidos y respondidos, pero nulos en los nuevos mensajes
en los foros. En un segundo nivel de actividad estudiantes Activos se
encuentra el Cluster 2, con 14 estudiantes (4%) con buenos niveles de
mensajes leidos, pero nulo a mensajes respondidos y los nuevos mensajes. El
siguiente grupo corresponderia al perfil de estudiante Pasivo. En este caso se
trata del Cluster 3, con 62 estudiantes (un 18% del total) con buenos niveles
de mensajes leidos, pero nulo a mensajes respondidos, y los nuevos mensajes.
Igualmente, el grupo con menor indice de actividad global es el Cluster 1 con

263 estudiantes (67 %) considerandose estudiantes Inactivos durante esta
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quincena son estudiantes con un nivel de acceso a los foros leidos muy

pequerfio, pero nula en los mensajes nuevos y respondidos.

10.- Decima Quincena

Clusters

Attribute Full Data a 1 2 3

(342) (1) (293) (14) (34)
FL10 0.0176 1 0.0006 0.2009 0.08
FR10 a a a a
FN10 a [u} a [u} [u}
Clustered Instances
0 1 { 0%
1 283 ( ge6%)
2 14 { 4%)
3 34 { 10%)

Foros en la 10ma quincena

L) Wekca Clusterer ize: 1B15:12 - a_ = I:I“
= FLLO Qaum) w || v=Pr0 pam) -
Celeur: Cluster fiom) | et Instaece -
Pt actreded_foros_eshadantes. srff-weis, M unservaed strbute Normaloe 51010, ..
ZENEEY ~
MY
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Class endenr
Lustert

Clastering visual

Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL10 1 0,0006 0,2009 0,06
FR10 0 0 0 0
FN10 0 0 0 0
AS(10) 0,0720 0,0000 0,0145 0,0043
Perfil Colaborativos Inactivos Activos Pasivos

Actividad social y perfil en la 10ma quincena
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En esta 10ma quincena el grupo de mas alto nivel de actividad social
son estudiantes Colaborativos es el correspondiente al Cluster 0, que agrupa
a 1 estudiantes (0%), con buenos niveles de participacion en los mensajes
leidos, pero nulos en los nuevos mensajes en los foros y respondidos. En un
segundo nivel de actividad estudiantes Activos se encuentra el Cluster 2, con
14 estudiantes (4%) con buenos niveles de mensajes leidos, pero nulo a
mensajes respondidos y los nuevos mensajes. El siguiente grupo
corresponderia al perfil de estudiante Pasivo. En este caso se trata del Cluster
3, con 34 estudiantes (un 10% del total) con buenos niveles de mensajes
leidos, pero nulo a mensajes respondidos, y los nuevos mensajes. lgualmente,
el grupo con menor indice de actividad global es el Cluster 1 con 293
estudiantes (86%) considerandose estudiantes Inactivos durante esta
quincena son estudiantes con un nivel de acceso a los foros leidos muy

pequerfio, pero nula en los mensajes nuevos y respondidos.
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D.- Resumen de los foros quincenal del Algoritmo Simplek-Means en el

Sistema B-learning

En la tabla 5.2 podemos ver la evolucion de los rasgos de
comportamiento de los estudiantes en su participacion en los foros del

curso virtual a los largo de las 4 quincenas.

Cluster 0 Cluster 1 Cluster 2 Cluster 3
lera quincena 243 23 69 7
71% 7% 20% 2%
Inactivos Colaborativos Pasivos Activos
2da quincena 304 7 31
89% 2% 9%
Inactivos Activos Colaborativos
3ra quincena 4 290 21 27
1% 85% 6% 8%
Activos Inactivos Pasivos Colaborativos
4ta quincena 5 15 250 42
1% 5% 82% 12%
Colaborativos Activos Inactivos Pasivos
5ta quincena 18 283 36 5
5% 83% 11% 1%
Activos Inactivos Pasivos Colaborativos
6ta quincena 2 285 38 17
1% 83% 11% 5%
Activos Inactivos Pasivos Colaborativos
7ma quincena 20 283 23 16
6% 83% 7% 5%
Activos Inactivos Pasivos Colaborativos
8va quincena 17 237 56 32
5% 69% 16% 9%
Activos Inactivos Pasivos Colaborativos
9na quincena 263 3 14 62
77% 1% 4% 18%
Inactivos Colaborativos Activos Pasivos
10ma quincena 1 293 14 34
0% 86% 4% 10%
Colaborativos Inactivos Activos Pasivos

Tabla N° 5.2: Foro quincenal con el algoritmo Simplesk-Means en el
sistema B-learning
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De la misma manera, la figura 5.5 muestra también esa evolucién en la

actividad social en los foros del curso virtual durante el desarrollo de la

asignatura.
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Fig. 5.5: Foro quincenal con el algoritmo Simplesk-Means en el
sistema B-learning

En la Fig. 5.5 Se concluye durante las 10 quincenas, los estudiantes con
participacion en los foros durante el desarrollo del curso B-learning, con el
Algoritmo Simplek-Means, en la primera quincena se observa un
agrupamiento un tanto especial ya que el 71% de los estudiantes son
asignados a un Cluster con valores muy bajos en los atributos. Se puede
entender al ser la primera semana de la asignatura con bastantes estudiantes
que aln no toman actitudes realmente de trabajo en la asignatura, continuando
con las 2da, 3era, 4ta, quincenas se muestran estudiantes Inactivos por el
poco interés en la participacion en los foros. Parece que acceden a la
plataforma Unicamente en momentos puntuales, por ejemplo para realizar
tests o0 para entregar tareas. Préacticamente no participan en los foros
temaéticos, ni leyendo los mensajes ni haciendo nuevas aportaciones.
Igualmente se observa en la 5ta quincena estudiantes Inactivos por la
participacion nula en todos los foros, pues se justifica debido a que los
estudiantes se encuentra en un periodo de vacaciones de 10 dias, en cuanto a
la 6ta estd reiniciando las clases tampoco acceden a la plataforma
considerando también estudiantes Inactivos.

Ya en 7ma ,8va y 9na quincena se observa mas participacion de estudiantes
Pasivos pues esto indica que por el motivo de realizar tests o para entregar
tareas, sin embargo en las actividades sociales, su acceso a los foros tematicos
tiene buenos niveles en los mensajes leidos, pero nulo a mensajes respondidos

y los nuevos mensajes. Finalmente en la 10ma se observa el mayor porcentaje
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(89%) de los estudiantes Inactivos con valores muy bajos en los atributos,
podiamos decir que se debe que se esta finalizando el curso B-learning, en
forma general que en esta modalidad el desarrollo del curso es mixto es decir

virtual y presencial vemos poca participacion en las actividades sociales.

4.3. APLICACION DE TECNICAS DE MINERIA DE DATOS
SOBRE LOS INDICADORES DEL MODELO E-LEARNING

Con objeto de analizar si hay diferencias significativas entre los
comportamientos de los estudiantes en el curso virtual cuando el curso es
totalmente a distancia, se analiza en esta seccion el curso de “Herramientas
para el Trabajo Colaborativo”. Este curso estd también estructurado en 4
blogues tematicos, cada uno con su foro de debate y su test on-line y un
espacio para entrega de tareas. En este caso no hay indicadores de actividad
en sesiones presenciales.

Los algoritmos que se utilizardn para realizar agrupamientos de

estudiantes son los algoritmos EM y SimpleK-Means.

A.- Andlisis de las actividades virtuales con el algoritmo EM

Utilizando el algoritmo EM fueron identificados 5 grupos de
estudiantes, al igual que en el analisis del curso impartido en modalidad B-
learning.

En la Figura 6.1 aparecen los 5 grupos creados con los valores medios

de los atributos de actividades. El parametro log-likelihood del agrupamiento
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es de 36.5217. Como puede verse, el primer cluster agrupa 4 instancias, el

segundo 16 instancias, el tercero 6 instancias, el cuarto 6 instancias y el tltimo

cluster 25 estudiantes.

Cluster 0 1 2 3 4

MN® de 4 T 16| 2B%) B 11%) &) 11%) 25 44%)
Estudiantes

Tl 02761 0 0.2608 04214 0 0. 2608
T2 (0.1515 0 0.3231 0 0.1378
T3 0.3149 0.014 0.4057 0.0476 0.1582
T4 0.4532 0.0588 0.5%61 (.3333 0.3318
TR 0.4e46 0,044 0.46096 0.2525 02657
FML 0.5239 0.0713 0.4743 0.4375 (0.3351
FGR 1 0 1 0.8 1

FGM 0 0 0.1545 0.2 0

FiL 0.57359 0.0851 0.5925 0.3447 0.5407
F1L 0.5266 0.0353 05468 0.22 0.3562
F2L 0 0 0.1545 0 0.167
F3L 0 0 0.1545 0 H

F4L 0.4754 0.0247 0.5142 0.2115 0.24094
F1R 0.4 0.0706 0.4308 0.28 (.35
F2R 0 0 o 0 H

F3R 00906 0 0.05 00419 00415
FAR 0.B8786 0 0.B47E 0 0.5097
F1M 0.1B26 0.0336 0.4705 0.2 0.2208
F2M 0 0 0.2781 0 0.0668
F3M 0.3162 0.0341 0.4715 0.152 0.1767
F4M (.5385 0 0.B4E3 0 1

Fig.6.1: Actividades con el algoritmo EM en el sistema E-learning

A la vista de los valores medios de los diferentes atributos en cada

grupo, se pueden intuir una serie de caracteristicas destacables de cada

grupo. Ademaés, tomando como referencia esos valores medios y la

vinculacion con los criterios del modelo AHP, se podria obtener un

indicador Unico de nivel de actividad para cada grupo a partir de la siguiente

férmula;
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NA = 0.034*Promedio(FGL,F1L,F2L,F3L,F4L) +
0.132*Promedio(FGR,F1R,F2R,F3R,F4R) +
0.307*Promedio(FGN,F1N,F2N,F3N,F4N) +

0.038*FNL + 0.056*Promedio(T1,T2,T3,T4) + 0.056*TR
Haciendo uso de esta formula sobre los centroides de cada grupo, la

actividad virtual global de cada uno de ellos es la que se muestra a

continuacion:

Nivel de actividad virtual del Cluster O 0,224 Socializadores
Nivel de actividad virtual del Cluster 1 0,017 Desmotivados
Nivel de actividad virtual del Cluster 2 0,2802 Lideres

Nivel de actividad virtual del Cluster 3 0,1049 Medios o gris
Nivel de actividad virtual del Cluster 4 0,2029 Socializadores

Como puede observarse, hay dos grupos que destacan por tener un
nivel de actividad virtual mas alta que el resto: los cllsteres 0 y 2. Si se
comparan los valores de los indicadores de actividades sociales en ambos
grupos, se observa como los estudiantes del cluster 2 tienen valores mas
altos en los resultados en la participacion en los foros (FGN, F1N, F2N,
F3N, F4N) vy en las pruebas de evaluacion virtual de cada bloque tematico
(T1, T2, T3, T4).

El grupo méas numeroso, el cllster 4, corresponde también con el que
tiene un nivel de actividad virtual adecuada que en el resto.

A la vista de todos los valores obtenidos se podria decir que las

caracteristicas de los diferentes grupos obtenidos serian las siguientes:

Grupos 0 y 4: Estos dos grupos responden a un perfil muy similar. En el
primero se encuentran un 7% de usuarios, mientras que en el segundo esta

constituido por un 44% de usuarios. Ambos grupos se caracterizan por un
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buen nivel de participacion en las actividades virtuales, especialmente en los
foros. Es por ello que podriamos considerar a estos estudiantes como
“Socializadores”. Tal vez los de grupo O obtienen unos resultados
ligeramente mejores que los del grupo 4, pero en cambio, los del grupo 4
parecen estar mas pendientes de los mensajes que se publican en los foros,
con unos niveles de lectura ligeramente superiores. Estas ligeras diferencias
pueden justificar que el algoritmo los haya separado en dos grupos

diferentes, pero realmente el perfil de todos ellos es muy similar.

Grupo 1: En este Cluster se encuentra formado por un 28% de usuarios
parece que acceden a la plataforma Gnicamente en momentos puntuales, por
ejemplo para realizar tests o para entregar tareas. Practicamente no participan
en los foros tematicos, ni leyendo los mensajes ni haciendo nuevas
aportaciones. En definitiva, se podria considerar a este grupo como
estudiantes “Desmotivados”, que no encuentran un suficiente incentivo para
participar regularmente en el curso virtual o que no estan lo suficientemente

implicados en la asignatura.

Grupo 2: Este grupo estd formado por un 11% de los estudiantes. Son
estudiantes con alta participacion en las actividades propuestas a través del
curso virtual. En especial son los que mas participan en los foros
respondiendo a consultas de los compafieros, pero también iniciando
nuevos debates. Podriamos decir, por tanto, que responden a un perfil de

estudiantes “Lideres”.
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Grupo 3: En este grupo se encuentra igual porcentaje que del grupo 2 con
11% de los estudiantes con actividad creativa en los foros, ya que apenas
responden a mensajes o crean hilos de debate nuevos. Su rendimiento
académico no se puede considerar malo pero su actividad virtual no es la
Optima. Podriamos caracterizar a estos estudiantes como “Medios 0 Grises”.
La siguiente figura 6.2 muestra el reparto de los estudiantes en los 5 grupos
generados por el algoritmo EM vy los 4 perfiles de estudiantes que se podrian

identificar a partir de las caracteristicas de cada cluster.

Rasgos de Comportamiento

100%

80%

60%

40%

20%

Claster 0 Claster 1 Cluster 2 Claster 3 Cluster 4

0%

Hlideres MMediooGris B Desmotivados M Socializadores
A _/

Fig.6.2: Rasgos de estudiantes segun actividades con el algoritmo EM en
el sistema E-learning

B.- Foros con el algoritmo SimpleK-Means en el sistema E-learning

Aplicando lo mismos analisis en este modelo o sistema e-elarning se

plantea la identificacion de patrones de comportamiento de los estudiantes en
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los foros de debate habilitados en la asignatura, clasificandose en cuatro
tipos de usuarios:
4. Inactivos
5. Pasivos
6. Activos
7. Colaborativos
Considerando, la clasificacion segun el nivel de participacion, de menor

a mayor participacion.

Con objeto de poder identificar esos perfiles entre los estudiantes de la
asignatura, se opté por aplicar técnicas de clustering pero utilizando
Unicamente las variables de participacion en los espacios de interaccion social
(foros) y no aquellas relacionadas con actividades planificadas y programadas
por el profesor como son la entrega de tareas, actividades en laboratorios,
realizacion de tests de evaluacion. En concreto, los 16 atributos relacionados

con la actividad en los foros son:

e Atributos de lectura de mensajes: FNL, FGL, F1L, F2L, F3L, F4L
e Atributos de respuestas a mensajes: FGR, F1R, F2R, F3R, F4R

e Atributos de generacion de nuevos hilos: FGN, F1N, F2N, F3N,

FAN.

Teniendo en cuenta que en este caso de antemano queremos identificar

cuatro grupos de estudiantes, se recurrira a la utilizacion de un algoritmo de
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clustering sencillo y rapido de ejecucion que necesita como parametro ese
numero de grupos: el algoritmo Simple k-Means.

Por otro lado, para ordenar los grupos de acuerdo a un nivel global de
interactividad social, se utilizaran los pesos obtenidos con el modelo AHP
para valorar los diferentes criterios. En concreto, los pesos son:

e Peso de la lectura de mensajes: 0.072
e Peso de las respuestas a otros mensajes: 0,279

e Pesos de la apertura de nuevos debates: 0,649

Con estos pesos, el indicador global de actividad social de cada
estudiante o grupo se calcularia con la siguiente formula:
AS = 0.072*promedio(FNL,FGL,F1L,F2L,F3L,F4L) +
0.279*promedio(FGR,F1R,F2R,F3R,F4R) +

0.6449*promedio(FGN,F1N,F2N,F3N,F4AN)

En la figura 6.3. se muestra el resultado usando el algoritmo SimpleK-
Means divide los estudiantes en 4 grupos. En cuanto al reparto de los
estudiantes en los grupos, el primero de ellos estad formado por 42 instancias
(estudiantes), el segundo por 4 instancias, el tercero por 8 instancias, y el
ultimo, que ademas es el menor nimero con 3 instancias (estudiantes). Tal

como se muestra a continuacion:
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Attribute  Full Data 0 1 2 3

(37)  T74%(42) o4 4% 2 (3)
FNL 0.7901 0.7697 0.8388 0.8088 0.961
FGL 0.0769 0.0704 0.121 0.0862 0.0855
FGR 0.0027 0.0024 0.0094 0.0011 0.003
FGN 0.0002 0.0002 0 0 0
FIL 0.0137 0.0128 0.038 0.0056 0.0138
FIR 0.0054 0.004 0.007 0.0096 0.0124
FIN 0.0047 0.0044 0.0062 0.0046 0.007¢6
F2L 0.0003 0 0 0 0.0059
F2R 0 0 0 0 0
F2N 0.0006 0.0003 0 0 0.0065
FiL 0.0001 0.0001 0 0 0
F3R 0.001 0.0005 0.0052 0.0003 0.0048
E3N 0.1458 0.1449 0.1817 0.1229 0.1718
FiL 0.1494 0.1574 0.1735 0.0933 0.1546
FiR 0.0023 0.002 0.0094 0 0.003
Fill 0.0023 0.002 0.0094 0 0.003

Fig. 6.3: Foros con el algoritmo SimpleK-Means en sistema
E-learning

Haciendo uso de esta férmula sobre los centroides de cada grupo, en

foros global de cada uno de ellos es la que se muestra a continuacion:

Nivel de actividad virtual del Cluster O 0,0322 Pasivos

Nivel de actividad virtual del Cluster 1 0,0412 Colaborativos
Nivel de actividad virtual del Cluster 2 0,0290 Inactivos
Nivel de actividad virtual del Cluster 3 0,0403 Activos

Como puede observarse, el grupo que con el nivel de actividad social
que destacan es el cluster 1 mas alta que el resto: se observa como los
estudiantes en este grupo tienen valores mas altos en los mensajes leidos
(FNL,FGL,F1L,F2L,F3L,FAL) y en las respuestas a otros mensajes
(FGR,F1R,F2R,F3R,F4R) .

El segundo grupo con actividad social més alta es el correspondiente al

Cluster 2, pero con buenos niveles de lectura de mensajes y de colaboracion
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a través de respuestas a comparieros; sin embargo con poca participacion en
debate nuevo.

El grupo méas numeroso, el Cluster 1, corresponde también con el que
tiene un nivel de actividad social mas bajo. Los resultados de la
participacion en los foros en este grupo son también mas bajos que en el
resto.

A la vista de todos los valores obtenidos se podria decir que las

caracteristicas de los diferentes grupos obtenidos serian las siguientes:

Grupo 0: Este grupo estd formado por un 74% de los estudiantes. Son
estudiantes con poca participacion en los foros respondiendo a consultas de
los comparieros, pero nula en nuevos debates. Podriamos decir, por tanto,

que responden a un perfil de estudiantes “Pasivos”.

Grupo 1: En este grupo se encuentra un pequefio porcentaje de los
estudiantes (un 7%) con el nivel de actividad social mas altos, con buenos
niveles de lectura de los mensajes de los foros y de respuesta a mensajes de
compafieros, pero sobre todo con poco nivel en el planteamiento de nuevos
hilos de debate. Este grupo corresponde, por tanto al perfil de estudiantes

“Colaborativos”.

Grupo 2: En este Cluster se encuentra el grupo mas numeroso de
estudiantes, con un 14% de los inscritos en la asignatura, participacion medio

en las actividades sociales, por la poca actividad creativa en los foros, ya que
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apenas responden a mensajes o crean hilos de debate nuevos. Podriamos

caracterizar a estos estudiantes como “Inactivos”.

Grupo 3: En este grupo constituye un 5% estudiante con actividad social
alta, Es por ello que podriamos considerar a este pequefio grupo de
estudiantes como “Activos” pero con buenos niveles de lectura de mensajes
y de colaboracidn a través de respuestas a compafieros; sin embargo no han

planteado ningin debate nuevo.

La siguiente figura 6.4 muestra el reparto de los estudiantes en los 4
grupos generados por el algoritmo Simplek-Means y los 4 perfiles de
estudiantes que se podrian identificar a partir de las caracteristicas de cada

cluster.

Rasgos de Comportamiento

Cluster 0 Cluster 1 Cluster 2 Cluster 3

M Inactivos M Activos [ Colaborativos M Pasivos

Fig.6.4: Rasgos de comportamiento de estudiantes segin su nivel de

participacion en los foros.
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C.- Foros quincenales con el algoritmo SimpleK-Means en el sistema E-

learning

1.- Primera Quincena

Cluster#
Attribute Full Data 1] 1 2 3
{57) {29) {2) {20) (8
FiL 0.0137 0.0088 0.06824 0.0154 0.0257
FiR 0.0054 0.0022 a 0.007& 0.0161
F1N 0.0047 0.0012 0.0125 0.0091 0.005

Clustered Instances

a 25 { 51%)

1 2 { 4%)

2 20 { 35%)

3 & ( 11%)

Foros en la lera quincena
|| Weka Clusterer Visualize: 18:43:32 - SimpleKMeans (p... = = “
Clustering visual

Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL1 0,0068 0,0624 0,0154 0,0257
FR1 0,0022 0 0,0076 0,0161
FN1 0,0012 0,0125 0,0091 0,005
AS(1) 0,0019 0,0126 0,0091 0,0096
Perfil Inactivos Colaborativos Pasivos Activos

Actividad social y perfil en la lera quincena

En esta lera quincena en modelo totalmente virtual, el grupo de mas
alto nivel de actividad social son estudiantes Colaborativos es el

correspondiente al Cluster 1, que agrupa a 2 estudiantes (4%), con
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participaron en los mensajes leidos Yy nuevos debates, pero nulos en los
mensajes respondidos. En un segundo nivel de actividad estudiantes Activos
se encuentra el Cluster 3, con 6 estudiantes (11%) con buenos niveles de
mensajes leidos, respuestas a mensajes de compafieros, y nuevos mensajes.
El siguiente grupo corresponderia al perfil de estudiante Pasivos. En este caso
se trata del Cluster 2, con 20 estudiantes (un 35% del total) con cierta
actividad de lectura de mensajes, respuestas a mensajes de comparieros y
actividad de creacién de contenido en forma de nuevos mensajes.
Igualmente, el grupo con menor indice de actividad global es el Claster 0 con
29 estudiantes (51 %) considerandose estudiantes Inactivos durante esta
quincena son estudiantes con un nivel de acceso a los foros leidos muy

pequefio, respondidos y en los mensajes nuevos.

2.- Segunda Quincena

Clusters
Attribute Full Data o] 1 2 3
)

57 (53) 1 1) 2
F2L 0.0003 1] 0.0087 1] 0.0045
FZR a a a a
F2N 0.0008& 1] 1] 0.0125 0.0098

2%)
23)

[FRLYE=ar=

Foros en la 2da quincena

|2/ Weka Clusterer Visualize: 18:51:35 - SimpleKMeans (p.. = =

X: F2L (bum) ~ || ¥: F2R ium) -

Colour: Cluster (Nom) v |select nstance v
Re. Gear |[ Open || save o 1

Plot: pruebaPiar. ar ff-weka. filters.unsupervised. instance Normalize - L.

£

clusterl clusterz

Clastering visual

124



Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3

FL2 0 0,0087 0 0,0045
FR2 0 0 0 0

FN2 0 0 0,0125 0,0098
AS(2) 0,0000 0,0006 0,0081 0,0066
Perfil Inactivos Pasivos Colaborativos Activos

Actividad social y perfil en la 2da quincena

En esta 2da quincena el grupo con el nivel de actividad social méas alto
es el Cluster 2, se trata de un grupo pequefio, por un solo estudiantes (un 2%
del total) con buenos niveles de planteamiento de nuevos hilos de debate, pero
practicamente nula en la lectura de los mensajes de los foros y de respuesta a
mensajes de comparieros. Este corresponde, por tanto al perfil de estudiantes
Colaborativos. El segundo grupo con actividad social mas alta es el
correspondiente al Cluster 3, este es por tanto el grupo de estudiantes que
responden a un perfil Activo, con solo 2 estudiantes (un 4% del total) pero
con buenos niveles de lectura de mensajes y debate nuevo; sin embargo no
han planteado ninguna colaboracion a través de respuestas a compafieros.
Siguiendo con el orden de mayor a menor nivel de actividad social, el
siguiente grupo corresponderia al perfil de estudiante Pasivo, en este caso se
trata del Claster 1, con lestudiantes (un 2% del total) con cierta actividad de
lectura de mensajes pero practicamente nula actividad de creacion de
contenido en forma de nuevos mensajes O respuestas a mensajes de
compafieros. Finalmente, como ya se comento, el grupo con nivel de actividad
mas bajo es el Cluster 0, con 53 estudiantes (93% del total) que préacticamente
no accedieron a los foros. Estos estudiantes son los que responden a un perfil

Inactivo.
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3.- Tercera Quincena

Attribute Full Data a 1 2 3

(57) {13) (8) (38) (2)
F3L 0.0001 0.0002 a i] a
F3R 0.001 0 0.0038 0.0002 0.0144
F3N 0.1458 0.0314 0.2538 0.144 0.5%982
Clustered Instances
0 13 { 23%)
1 & { 11%)
2 38 ( 63%)
3 2 { 4%)

Foros en la 3era quincena
|£] Weka Clusterer Visualize: 18:56:21 - SimpleKMeans (p... — =

X: F3L (Num) ~ || V:FaR (Mum) v

Colour: Cluster (Nom) ~ | | select Instance v
Re... Clear Open save

Plot: pruebaPilarf.arff-weka. filte vervised.insta

o.oz1 |

0 0.0014 0.0029

Clastering visual

Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL3 0,0002 0 0 0

FR3 0 0,0038 0,0002 0,0144
FN3 0,0314 0,2538 0,144 0,5982
AS(3) 0,0203 0,1647 0,0929 0,3898
Perfil Inactivos Activos Pasivos Colaborativos

Actividad social y perfil en la 3era quincena

En esta 3era quincena el grupo con el nivel de actividad social mas alto
es el Cluster 3, con solo 2 estudiantes (un 4% del total) con buenos niveles en
el planteamiento de nuevos hilos de debate y de respuesta a mensajes de
compafieros., pero practicamente nula en la lectura de los mensajes de los

foros, este corresponde, por tanto al perfil de estudiantes Colaborativos. El
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segundo grupo con actividad social més alta es el correspondiente al Cluster
1, este es por tanto el grupo de estudiantes que responden a un perfil Activo,
con solo 6 estudiantes (un 11% del total) pero con buenos niveles de
colaboracion a través de respuestas a compafieros y debate nuevo; sin
embargo no han planteado ninguna lectura de mensajes. El siguiente grupo
corresponderia al perfil de estudiante Pasivo, en este caso se trata del Claster
2, con 36 estudiantes (un 63% del total) con cierta actividad de creacion de
contenido en forma de nuevos mensajes 0 respuestas a mensajes de
compafieros , pero practicamente nula actividad de lectura de mensajes.
Finalmente, como ya se comento, el grupo con nivel de actividad mas bajo es
el Cluster 0, con 13 estudiantes (93% del total) que practicamente no
accedieron a los foros. Estos estudiantes son los que responden a un perfil

Inactivo.

4.- Cuarta Quincena

Clusters

Attribute Full Data a 1 2 3

(57) (20) (1) (14) (22)
F4iL 0.1494 0.1953 0 0.0104 0.2028
F4R 0.0023 0.0008 0.0124 0.0002 0.0045
Fan 0.0023 0.0009 0.0124 0.0002 0.0045

Clustered Instances

35%)

2%)
25%)
39%)

[ =]
[ (]
R e O
A

Foros en la 4ta quincena
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|£| Weka Clusterer Visualize: 19:00:25 - SimpleKMeans (p.. — =}

X: F4L (Num) || Y FaR (hium) v

Colour: Cluster (Nom) || select Instance v
Re... Clear Open Save Jitter i

Flot: pruebaPlarf.arff-weka. filters.unsupervised.instance . Normalize-11.0-12.0_dustered

0,01z

0. 0062

Clastering visual

Atributos Cluster 0 Cluster 1 Cluster 2 Cluster 3
FL4 0,1953 0 0,0104 0,2028
FR4 0,0008 0,0124 0,0002 0,0045
FN4 0,0009 0,0124 0,0002 0,0045
AS(2) 0,0149 0,0115 0,0009 0,0188
Perfil Activos Pasivos Inactivos Colaborativos

Actividad social y perfil en la 4ta quincena

En esta 4ta quincena el grupo con el nivel de actividad social mas alto
es el Cluster 3, con solo 22 estudiantes (un 39% del total) con buenos niveles
de la lectura de los mensajes de los foros, en el planteamiento de nuevos hilos
de debate y de respuesta a mensajes de compafieros, este corresponde, por
tanto al perfil de estudiantes Colaborativos. El segundo grupo con actividad
social mas alta es el correspondiente al Cluster 0, este es por tanto el grupo
de estudiantes que responden a un perfil Activo, con solo 20 estudiantes (un
35% del total) pero con buenos niveles de lectura de mensajes, colaboracion
a través de respuestas a compafieros y debate nuevo. EIl siguiente grupo
corresponderia al perfil de estudiante Pasivo, en este caso se trata del Cluster
1, con 1 estudiantes (un 2% del total) con cierta actividad de creacion de
contenido en forma de nuevos mensajes O respuestas a mensajes de

compafieros , pero practicamente nula actividad de lectura de mensajes.
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Finalmente, como ya se comento, el grupo con nivel de actividad mas bajo es
el Cluster 2, con 14 estudiantes (25% del total) que practicamente poco
accedieron a los foros. Estos estudiantes son los que responden a un perfil

Inactivo.

D.- Resumen de los foros quincenal del algoritmo Simplek-Means en el

Sistema E-learning

Cluster 0  Cluster 1 Cluster 2 Cluster 3
lera 29 20 20 6
quincena
51% 4% 35% 11%
Inactivos Colaborativos Pasivos Activos
2da 53 1 1 2
quincena
93% 2% 2% 4%
Inactivos Pasivos Colaborativos Activos
3ra 13 6 36 2
quincena
23% 11% 63% 4%
Inactivos Activos Pasivos Colaborativos
4ta 20 1 14 22
quincena
35% 2% 25% 39%
Activos Pasivos Inactivos Colaborativos

Tabla 6.2: Foros en la 4 quincenas con el Algoritmo Simplek-Means en
el sistema E-learning
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Foros Quincenales

H Cluster 3 Cluster 2 m Cluster 1 m Cluster 0

Colaborativos 39%

Pasivos = 29
Activos 25%

35%
Inactivos

Colaborativos [~ 4%
Pasivos 63%

ActiVOS | 119

-

i Inactivos 23%

Colaborativos 2%
o
d Pasivos = 29

. = 4%
Activos
o
Inactivos 93%

Colaborativos f= 4%

lera quincena| 2da quincena | 3ra quincena | 4ta quincena

Pasivos 35%
Activos 11%
Inactivos 51%
Frecuencia

Fig 6.5: Foros en la 4 quincenas con el Algoritmo Simplek-Means

En la figura 6.5 Durante las 4 quincenas, los estudiantes con participacion en
los foros en el sistema E-learning con el Algoritmo Simplek-Means, se
concluye, en la lera quincena muestra la participacion de (51%) estudiantes,
con rasgos de comportamiento Inactivos, pues esto indica que los estudiantes
participan con buenos niveles de mensajes leidos se justifica, por el inicio a
esta modalidad del curso totalmente virtual, asi mismo en esta quincena
continuando con el nivel de interactividad social se considera con (35%)

estudiantes Pasivos. pues esto indica que los estudiantes pues participan con
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bajos niveles de mensajes leidos, mensajes respondidos, pero nulo en los
nuevos mensajes.

En la 2da quincena muestra el mayor porcentaje de participacion (93% del
total) de estudiantes Inactivos implica que la interactividad social es
similarmente que en la ler quincena. Seguidamente en esta quincena
observamos la participacion de estudiante (4% del total) estudiantes Activos
pues esto indica que los estudiantes tienen buenos niveles de lectura de
mensajes Yy de colaboracidn a través de respuestas a comparieros; sin embargo

no han planteado ningln debate nuevo.

En la tercera quincena se observa (63% del total) de estudiantes con rasgos
de comportamiento Pasivos, pues esto indica que los estudiantes pues
participan con buenos niveles de mensajes leidos, pero nulo a mensajes
respondidos, y los nuevos mensajes seguida en esta quincena (23%) de
usuarios con rasgos de comportamiento Inactivos. Finalmente en la 4ta
quincena, muestra participacion de usuarios (39% del total) con rasgos de
comportamiento Colaborativos, con el nivel de actividad social mas altos,
con buenos niveles de lectura de los mensajes de los foros y de respuesta a
mensajes de comparieros, pero sobre todo con alto nivel en el planteamiento
de nuevos hilos de debate. Seguido del grupo de estudiantes que corresponden
a un perfil Activo. Se trata de un grupo de (un 35% del total) pero con buenos
niveles de lectura de mensajes y de colaboracion a través de respuestas a

compafieros; sin embargo no han planteado ningun debate nuevo.
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4.4, COMPARACION DE LOS MODELOS B-LEARNING Y LA
E-LEARNING

En esta fase se comparara tanto en los modelos E-learning, y B-
learning, los rasgos de comportamiento evaluados con el proceso de analisis

jerarquico y la mineria de datos los resultados que se muestra en las tablas

71y7.2
A.- Comparacion de las actividades entre los modelos B-learning y
E-learning
Modelo B-learning
Cluster 0 1 2 3 4
Instancias 16 24 110 7 154
% de instancias 5% 8% 35% 2% 50%
Perfil Socializadores | Medio o Medio o Lideres | Desmotivados
Gris Gris
Modelo E-learning
Cluster 0 1 2 3 4
Instancias 7 16 6 6 25
% de instancias 4% 28% 11% 11% 44%
Rasgos de Lideres Desmotivados | Socializadores | Medios | Lideres
comportamiento o Gris

Tabla 7.1: Comparacion de las actividades entre B-learning y
E-learning
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Fig. 7.1: Comparacion de las actividades entre los modelos B-learning y
E-learning

En la fig. 7.1, observamos la participacion de las actividades realizadas
en los modelos B-learning y E-learning de acuerdo a los grupos formados de
estudiantes es asi que en el Cluster 0 el rasgos de comportamiento son
similares los estudiantes Socializadores en estos modelos, pues en el Cluster
1 tiene mayor valor significativo el modelo E-learning con rasgo de
comportamiento desmotivados, mientras que en el modelo B-learning
destaca el rasgo de comportamiento Medio o Gris, continuando con el
siguiente grupo Cluster 2, el valor significativo esta representado por el
modelo E-learning con el rasgo de comportamiento de estudiantes Medio o
Gris, seguido del rasgo de comportamiento de los estudiantes Socializadores
,pero en el modelo B-learning, siguiendo con los rasgos de comportamiento
de los estudiantes, en el Cluster 3 observamos el mas destacado es el modelo

E-learning con comportamiento Medio o Gris, mientras que en modelos B-
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learning destacan los estudiantes Lideres. Finalmente en el Cluster 4 el mas
significativo es el modelo E-learning con el rasgo de comportamiento de
estudiantes Socializadorees, dado que en el modelo B-learning destacaron

los estudiantes Desmotivadores

b.- Comparacion de los foros entre los modelos B-learning y E-learning

Modelos o B-learning
Sistemas
Claster 0 1 2 3
Instancias 41 249 48 4
% de instancias 12% 73% 14% 1%
Rasgos de Pasivos Inactivos Activos Colaborativos
comportamiento
Modelos o E-learning
Sistemas
Cluster 0 1 2 3
Instancias 42 4 8 3
% de instancias 74% 7% 14% 5%
Rasgos de Pasivos Colaborativos | Inactivos | Activos
comportamiento

Tabla 7.2: Comparacion de los foros entre B-learning y E-learning
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Fig.7.2: Comparacion de los foros entre B-learning y E-learning

En la Fig 7.2, observamos la participacién de los foros realizadas en los
modelos B-learning y E-learning de acuerdo a los grupos formados de
estudiantes, en el Cluster 0 ambos modelos son representados por estudiantes
Pasivos, pero el mas significativos es el modelo E-learning con el respecto al
modelo B-learning. En el cluster 1 el mas significativo es el modelo B-
learning, con rasgo de comportamientos de estudiantes Inactivos, mientras
que en el modelo E-learning destacan los estudiantes Colaborativos,
siguiendo con la comparacion de comportamiento estos modelos, observamos
en el Cluster 2 que ambos modelo son iguales en representacion pero en rasgos
de comportamiento en el modelo E-learning son estudiantes Inactivos,
mientras que en el modelo B-learning son Activos. Finalmente en el Cluster 3

el mas significativos es el modelo E-learning con rasgo de comportamiento de
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los estudiantes Activos, mientras que en el modelo B-learning destacan el

rasgo de comportamiento de estudiantes Colaborativos
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V. DISCUSION

En este trabajo se han utilizado técnicas de mineria de datos para
identificar grupos de estudiantes de acuerdo a su patrén de comportamiento y
su rendimiento asi como el acceso a los foros. Se ha observado un predominio
de estudiantes que adoptan posiciones mas pasivas, pero que sin embargo no
necesariamente obtienen bajos rendimientos académicos. Si que es cierto que
aquellos estudiantes que estan mas predispuestos a la colaboracion por lo
general obtienen mejores resultados

Lograr la implicacion de todo el estudiantado en las iniciativas de los
modelos E-learning, B-learning, requiere implementar practicas pedagdgicas
que favorezcan no solo entornos de aprendizaje personalizados sino que se
centre en las expectativas e intereses de los estudiantes, logrando una mayor
interactividad e implicacion de los estudiantes Inactivos y Pasivos en este
proceso. En este sentido, la generacién de conocimiento mediante andlisis
automatico de datos puede servir para el disefio de estrategias de aprendizaje

personalizadas y desarrollar sistemas de autorizacién inteligente
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De esta manera, el personal docente tiene un modelo que puede
facilitar individualizacion de la ensefianza a las caracteristicas particulares
presentado por cada uno de los estudiantes en el LMS. (Limayem y Cheung
,2011) demostrd la importancia de los profesores para promover el uso
sostenible y prolongado de basado en Internet tecnologias en contextos
universitarios de aprendizaje. Ademas, los datos se pueden obtener que
mejora la toma de decisiones en los procesos de la educacion formativa,
destinada a la reorientacion de aquellos aspectos que han demostrado ser méas
problematico o no lo hacen responder a los objetivos definidos a priori.

Este significa que, al igual que en el caso de los procesos de formacion
fuera de linea, no existe una relacion de ensefianza y aprendizaje lineal y no
se puede prever con precision el desarrollo y los resultados de los procesos
de B-learning y E-learning programado al mismo tiempo, estas diferencias de
rendimiento de los estudiantes revelan que a fin de comprender lo que sucede
en las experiencias de E-learning es necesario para ver a los participantes con
mas interactividad.

Por ultimo, esta investigacion nos ha permitido afirmar que los
patrones de comportamiento del estudiante en los modelos E-learning y B-
learning son muy disparejos. Por lo tanto, los estudiantes pueden mostrar
diferentes tipos de comportamiento que van de la participacién permanente
en el curso virtual. Ademas, el uso de LMS para la gestion de los procesos
de aprendizaje requiere voluntad por parte del estudiante y series de
habilidades que no siempre se logran a un grado optimo. En este sentido,

estudios recientes demuestran la necesidad a la investigacion de la forma en
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que los estudiantes utilizan este tipo de herramientas (Lust et al. 2012). Con
el fin de maximizar su potencial, seria necesario disefiar estrategias
metodologicas que promover la participacion activa de los estudiantes y la

colaboracion construccion del aprendizaje.
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VI. CONCLUSIONES

1.- ElProceso de Analisis Jerarquico Y las técnicas de mineria de datos ha
permitido obtener el rasgo de comportamiento de los estudiantes en las
modalidades B-learning y E-learning, utilizando los pesos generados
con AHP, permitiendo identificar con mucha facilidad los rasgos

caracteristicos de cada grupo.

2.- Dentro del campo de la educacion, el area de aplicacion de mineria de
datos en los modelos e-learnig, B-learning resulta muy util y de
interés para los profesores para descubrir patrones de comportamiento
de sus alumnos asi como para tener informacion objetiva sobre del

uso de sus cursos.

3.-  El'modelo AHP nos ha permito evaluar el nivel de interactividad de los
alumnos, permite a uno identificar un indice cuantitativo de la

interactividad del estudiante que puede variar en términos de la
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relevancia que cada profesor da a los diferentes indicadores utilizados

para su construccion.

La herramienta utilizada (Expert Choice) y Weka para realizar el

estudio de comportamiento de los estudiantes en las modalidades E-

learning y el b-learnig ha resultado ser eficiente y rapida.
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VII. RECOMENDACIONES

1.- Para cuantificar la efectividad del proceso de ensefianza-aprendizaje, usar
Mineria de Datos en los sistemas educativos por ser muy apropiada para
descubrir informacion “escondida” en las bases de datos. Los métodos
pueden ser aplicados para explorar, visualizar, y analizar datos con la
finalidad de identificar patrones Utiles aplicables a la evaluacion de la
actividad del usuario y descubrir mas profundamente como aprenden los

estudiantes.

2.- Se recomienda trabajar con los centroides de los atributos obtenidos con
SimpleK-Means, que fue el que presentd una mejor clasificaciéon en su
aplicacion, ya que los Cluster es obtenidos mediante este algoritmo
presentaron mayor consistencia y similitud entre sus caracteristicas. Los
valores de estos centroides serdn los que se consideren para la definicion

de los rasgos de comportamiento de los estudiantes.
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3- Aplicar nuevas tecnologias en los procesos educativos puesto que se
modifican las condiciones de la ensefianza y el aprendizaje. Los roles y
las habilidades tradicionales del estudiante y del docente deben cambiar.
Los programas de educacion basados en Web requieren un mayor

esfuerzo, implicacion y habilidades para gestionar informacion.

4- Para que el profesor realice valoraciones comparativas debe usar la

Metodologia AHP demuestra ser muy apropiada, mediante el escala

discreta 1-9 disefiada por Saaty
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